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ВВЕДЕНИЕ 

 

1. Цели и задачи освоения дисциплины. Учебное пособие по 

дисциплине «Нейронные сети и машинное обучение» для студентов 

направления 09.04.02 «Информационные системы и технологии». Пособие 

охватывает теоретические аспекты построения информационных систем на 

основе методов искусственного интеллекта. Основное внимание уделяется 

теории обучения машин (машинное обучение, machine learning).  

Основная задача науки и реальной жизни – получение правильных 

предсказаний о будущем поведении сложных систем на основании их 

прошлого поведения. Многие задачи, возникающие в практических 

приложениях, не могут быть решены заранее известными методами или 

алгоритмами. Это происходит по той причине, что нам заранее не известны 

механизмы порождения исходных данных или же известная нам информация 

недостаточна для построения модели источника, генерирующего 

поступающие к нам данные. Как говорят, мы получаем данные из «черного 

ящика». В этих условиях ничего не остается, как только изучать доступную 

нам последовательность исходных данных и пытаться строить предсказания 

совершенствуя нашу схему в процессе предсказания. Подход, при котором 

про- шлые данные или примеры используются для первоначального 

формирования и совершенствования схемы предсказания, называется методом 

машинного обучения (Machine Learning). Машинное обучение – чрезвычайно 

широкая и динамически развивающаяся область исследований, использующая 

огромное число теоретических и практических методов. Данное пособие ни в 

какой мере не претендует на какое-либо исчерпывающее изложение 

содержания данной области. Основная цель – дать студентам теоретическое 

представление о современных математических проблемамах в области систем 

искусственного интеллекта, а также познакомить с путями их решения. 
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2. Перечень планируемых результатов обучения по дисциплине 

(модулю), соотнесённых с планируемыми результатами освоения 

образовательной программы. 

Код, формулировка 

компетенции 

Код, формулировка индикатора Планируемые результаты 

обучения по дисциплине 

(модулю), характеризующие 

этапы формирования 

компетенций, индикаторов 

ПК-5 Способен разрабатывать 

и применять методы и 

алгоритмы машинного 

обучения для решения задач 

искусственного интеллекта 

ПК-5.1. Ставит задачи по 

разработке или 

совершенствованию методов и 

алгоритмов для решения 

комплекса задач предметной 

области 

Ставит задачи по разработке 

или совершенствованию 

методов и алгоритмов для 

решения комплекса задач 

предметной области 

ПК-5.2. Руководит 

исследовательской группой по 

разработке или 

совершенствованию методов и 

алгоритмов для решения 

комплекса задач предметной 

области 

Выполняет руководство 

исследовательской группой 

по разработке или 

совершенствованию методов 

и алгоритмов для решения 

комплекса задач предметной 

области 

ПК-6 Способен руководить 

проектами по созданию 

комплексных систем 

искусственного интеллекта 

ПК-6.1. Осуществляет 

руководство созданием 

комплексных систем 

искусственного интеллекта с 

применением новых методов и 

алгоритмов машинного обучения 

Анализирует возможности 

современных 

инструментальных средств и 

систем программирования 

для решения задач 

машинного обучения 

Проводит сравнительный 

анализ и осуществлять выбор 

инструментальных средств 

для решения задач 

машинного обучения 

ПК-6.2. Руководит разработкой 

архитектуры комплексных систем 

искусственного интеллекта 

Осуществляет руководство 

разработкой архитектуры 

комплексных систем 

искусственного интеллекта 

ПК-7 Способен руководить 

проектами по созданию, 

поддержке и использованию 

системы искусственного 

интеллекта на основе 

нейросетевых моделей и 

методов 

ПК-7.1. Руководит работами по 

оценке и выбору моделей 

искусственных нейронных сетей и 

инструментальных средств для 

решения поставленной задачи 

Знает функциональность 

современных 

инструментальных средств и 

систем программирования в 

области создания моделей 

искусственных нейронных 

сетей  

Умеет проводить оценку и 

выбор моделей 

искусственных нейронных 

сетей и инструментальных 

средств для решения задач 

машинного обучения 

Умеет применять 

современные 

инструментальные средства 

и системы 

программирования для 



5 

разработки и обучения 

моделей искусственных 

нейронных сетей 

ПК-7.2. Руководит созданием 

систем искусственного 

интеллекта на основе моделей 

искусственных нейронных сетей и 

инструментальных средств 

Осуществляет руководство 

созданием систем 

искусственного интеллекта 

на основе моделей 

искусственных нейронных 

сетей и инструментальных 

средств 

ПК-12 Способен 

разрабатывать и исследовать 

теоретические и 

экспериментальные модели 

объектов профессиональной 

деятельности на основе 

искусственного интеллекта, 

математического 

моделирования и 

суперкомпьютерных 

технологий 

ПК-12.1. Разрабатывает методику 

выполнения аналитических работ 

в контексте исследования модели 

объектов профессиональной 

деятельности на основе методов 

математического моделирования 

и искусственного интеллекта 

Способен разрабатывать и 

исследовать теоретические и 

экспериментальные модели 

объектов профессиональной 

деятельности в различных 

областях, в том числе, на 

основе искусственного 

интеллекта, математического 

моделирования и 

суперкомпьютерных 

технологий 

ПК-12.2. Планирует и организует 

аналитические работы в 

информационно-технологическом 

проекте на основе 

суперкомпьютерных технологий и 

методов искусственного 

интеллекта 

Планирует и организует 

аналитические работы в 

информационно-

технологическом проекте на 

основе суперкомпьютерных 

технологий и методов 

искусственного интеллекта 
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ЛАБОРАТОРНАЯ РАБОТА 1. ТЕХНОЛОГИИ PYTHON 

 

Цели и задачи 

 

Цель лабораторной работы: изучение программных средств для 

организации рабочего места специалиста по анализу данных и машинному 

обучению. 

Основные задачи: 

– установка и настройка среды разработки Python; 

– изучение принципов загрузки и очистки данных; 

– получение навыков по предварительной обработке данных на языке 

Python; 

– изучение основных библиотек Python для работы с данными. 

 

Теоретическое обоснование 

 

Перед выполнением лабораторной работы необходимо ознакомиться с 

базовыми принципами языка Python, используя следующие источники: [1-5]. 

 

Оборудование и материалы 

 

Для выполнения лабораторной работы рекомендуется использовать 

персональный компьютер со следующими программными средствами 

разработки (выбрать один или несколько програмных продуктов для 

практической реализации задач лабораторной работы): MS Visual Studio 2013 

и выше; среда разработки Java, интерпретатор Python (Anaconda). 

 

Указания по технике безопасности 

 



7 

Студенты должны следовать общепринятой технике безопасности для 

пользователей персональных компьютеров. Не следует самостоятельно 

производить ремонт технических средств, установку и удаление 

программного обеспечения. В случае обнаружения неисправностей 

необходимо сообщить об этом администратору компьютерного класса 

(обслуживающему персоналу лаборатории). 

 

Методика и порядок выполнения работы 

 

Перед выполнением индивидуального задания рекомендуется 

выполнить все пункты учебной задачи. 

 

Учебная задача 

Необходимо организовать подготовку данных для построения модели 

(допустим модели классификации). В качестве данных выбран набор данных 

об ирисах Фишера. Это, пожалуй, самый известный набор данных, с которого 

многие начинают исследование алгоритмов машинного обучения. 

Данный набор данных предназначен для построения модели 

классификации. Данные о 150 экземплярах ириса (рис. 1.1), по 50 экземпляров 

из трёх видов – Ирис щетинистый (Iris setosa), Ирис виргинский (Iris virginica) 

и Ирис разноцветный (Iris versicolor). Для каждого экземпляра измерялись 

четыре характеристики (в сантиметрах): 

1) длина наружной доли околоцветника (sepal length); 

2) ширина наружной доли околоцветника (sepal width); 

3) длина внутренней доли околоцветника (petal length); 

4) ширина внутренней доли околоцветника (petal width). 

На основании этого набора данных требуется построить правило 

классификации, определяющее вид растения по данным измерений. Это 

задача многоклассовой классификации, так как имеется три класса – три вида 

ириса. 
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а) б) в) 

Рисунок 1.1 – Внешний вид классифицируемых ирисов: а) Iris setosa; б) Iris 

virginica; в) Iris versicolor 

 

1. Необходимо скачать набор данных из репозитория Center for 

Machine Learning and Intelligent Systems (необходим только один текстовый 

файл с данными измерений): http://archive.ics.uci.edu/ml/datasets/Iris. 

Файл Iris.data при просмотре выглядит следующим образом (рис. 1.2): 

 
Рисунок 1.2 – Внешний вид данных файла Iris.data 

 

2. Использовать текстовые редакторы для просмотра и анализа 

данных из определенных наборов – нерациональный вариант. Поэтому 

запустим Jupyter Notebook и начнем работать с загруженным набором с 

использованием среды Python. Используем метод genfromtxt() из пакета scipy. 

http://archive.ics.uci.edu/ml/datasets/Iris
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Рисунок 1.3 – Загрузка данных файла Iris.data 

 

Метод genfromtxt() возвращает массив numpy (тип numpy.ndarray). 

Следует обратить внимание, что пятый столбец содержит неопределенные 

значения numpy.NaN (объясните – почему?). 

3. Производить вывод всего источника данных – нерациональный 

путь. В реальных задачах данных может оказаться слишком много, поэтому 

чаще всего используют подвыборку данных для поверхностного обзора 

исследуемой обучающей выборки (рис. 1.4). 

 
Рисунок 1.4 – Начальное исследование Iris.data 
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Из представленного фрагмента видно, что data – это двумерный массив 

размером 150x5, или можно сказать, что это одномерный массив, каждый 

элемент которого также одномерный массив размером 5 элементов. 

4. В рамках данной задачи необходимо все-таки получить значения 

пятого столбца. Для этого желательно использовать другой подход (рис. 1.5): 

 
Рисунок 1.5 – Загрузка даных разного типа в массив 

 

Сразу же желательно (на первоначальных этапах изучения Python) 

проводить анализ типов различных значений. На рис. 1.6 представлен еще 

один вариант загрузки данных в массив numpy.ndarray. 

 
Рисунок 1.6 – Загрузка даных в массив с типом, определяемым 

пользователем 

 

Поясните различие в структурах данных, получаемых с использованием 

представленных листингов. 

 

5. Было загружено 150 элементов данных, но даже при такой 

маленькой выборке невозможно что-либо сказать о наборе данных. Для 
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получения дополнительной информации небходимо визуализировать 

загруженные данные. В нашем случае каждый элемент данных представлен 

вещественными признаками – это существенно упрощает визуализацию 

(рис. 1.7). Но сложность заключается в том, что приходится работать с 

элементами 4-мерного пространства, поэтому строится не графическое 

представление распределения, а отдельные проекции. 

6. Уже из графического распределения на рис. 1.7 видно, что тип 

ирисов Setosa хорошо отделяется. На данном графике представлено 

отображение в плоскости признаков (‘Sepal Width’, ‘Sepal Length’) Но 

исследователь имеет возможность построить столько графиков, сколько 

необходимо для глубокого анализа данных. Изменим ячейку In[72] в 

соответствии с листингом, представленным на рис. 1.8. 
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Рисунок 1.7 – Простейший анализ данных по графическому представлению 
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Рисунок 1.8 – Построение простейшего графика для отображения 

различных проекций данных 

 

Вывод данного кода представлен на рис. 1.9. 

 
Рисунок 1.9 – Вывод графика для отображения различных проекций 

данных 
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Из графиков 1.9 уже хорошо видно, что множество Setosa хорощо 

отделимо, а множества Versicolor и Verginica представляют собой множества, 

разделение которых является непростой задачей. 

Постройте другие проекции исходных данных. Сколько всего 

различных проекций можно построить для данного набора данных? 

 

Важные замечания 

1. Несмотря на кажущуюся простоту и «понятность» данных в 

результате визуализации, исследователь не должен делать поспешных 

выводов (например, было бы ошибочно делать вывод по рис. 1.9 о том, что 

ирисы Setosa те, у которых petal width менее 0,75). Следует помнить, что цель 

первичного исследования данных – получение представления о структуре и 

природе данных, а не построение модели предсказания, классификации и т.п. 

1. В качестве среды разработки используйте языки программирования 

Python, Java или C#. По согласованию с преподавателем студент может 

самостоятельно может выбрать язык программирования и среду разработки 

(при этом студенту необходимо критически обосновать свой выбор). 

2. При выборе набора данных (data set) на ресурсах [9, 10] необходимо 

согласовать свой выбор с другими студентами группы и преподавателем, так 

как работа над одинаковыми наборами данных недопустима. 

3. В рамках данного лабораторного курса рекомендуется использовать 

инструментарий Python (библиотеки, среду разработки) для решения 

поставленных задач. 

 

Индивидуальное задание 

1. Подберите набор данных на ресурсах [9, 10] и согласуйте свой выбор 

с преподавателем. Студент может предложить набор данных в соответствии с 

тематикой магистерского исследования. 

2. Проведите первичный анализ данных. В результате анализа данных 

студент должен предоставить следующую информацию о наборе данных: 
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2.1. Описание набора данных, пояснения, позволяющие лучше понять 

природу данных. Назначение набора данных и возможные модели, которые 

можно построить на основе данного набора данных (практические задачи, 

решаемые с использованием данного обучающего набора данных). Описание 

каждого признака и его тип. 

2.2. Форма набора данных: количество элементов набора, количество 

признаков, количество пропущенных значений, среднее значение отдельных 

признаков, максимальные и минимальные значения отдельных признаков и 

прочие показатели. Предположения, которые можно сделать, проведя 

первичный анализ. 

2.3. Графические представления, позволяющие судить о 

неоднородности исследуемого набора данных. Построение графиков 

желательно произвести по нескольким проекциям. 

 

Содержание отчета и его форма 

 

Отчет по лабораторной работе должен содержать: 

1. Номер и название лабораторной работы; задачи лабораторной работы. 

2. Реализация каждого пункта подраздела «Индивидуальное задание» с 

приведением исходного кода программы, диаграмм и графиков для 

визуализации данных. 

3. Ответы на контрольные вопросы. 

4. Экранные формы (консольный вывод) и листинг программного кода с 

комментариями, показывающие порядок выполнения лабораторной работы, и 

результаты, полученные в ходе её выполнения. 

Отчет о выполнении лабораторной работы подписывается студентом и 

сдается преподавателю. 

 

Контрольные вопросы 
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1. Какие инструментальные средства используются для организации 

рабочего места специалиста Data Science? 

2. Какие библиотеки Python используются для работы в области 

машинного обучения? Дайте краткую характеристику каждой библиотеке. 

3. Почему при реализации систем машинного обучения широкое 

распространение получили библиотеки Python? 

 

Список литературы 

 

Для выполнения лабораторной работы, при подготовке к защите, а также 

для ответа на контрольные вопросы рекомендуется использовать следующие 

источники: [1-3, 9, 10]. 
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ЛАБОРАТОРНАЯ РАБОТА 2. БИБЛИОТЕКИ DATA SCIENCE 

 

Цели и задачи 

Цель лабораторной работы: научиться выбирать библиотеки и 

инстументы для решения задачмашинного обучения. 

Основные задачи: 

– получение навыков анализа возможностей современных бмблиотек 

Data Science; 

– получение навыков обоснования применения конкретных библиотек 

машинного обучения; 

– получение навыков установки, подключения библиотек и их 

применения для решения простейших задач. 

 

Теоретическое обоснование 

На современном этапе развития инструментальных средств машинного 

обучения существует большое разннобразие программных продкутов для 

решения задач данного класса. 

В рамках данной дисциплины рассматриваются библиотеки, 

ориентированные на ичпользование совместно с языком Python, но круг 

инструментов для машинного обучения гораздо шире. Расмотрим основные 

библиотеки в разрезе языков программирования. 

 

Машинное обучение в JavaScript 

Независимо от того, являетесь ли вы разработчиком JavaScript, который 

хочет погрузиться в машинное обучение, или специалистом по машинному 

обучению, который планирует использовать JavaScript, эти платформы с 

открытым исходным кодом могут заинтриговать вас. Хотя язык 

программирования Python поддерживает большинство сред машинного 

обучения, JavaScript не остался без соответствующих библиотек. 
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Разработчики JavaScript использовали различные фреймворки для обучения и 

развертывания моделей машинного обучения в браузере. 

TensorFlow.js 

TensorFlow.js – это библиотека с открытым исходным кодом, 

позволяющая полностью запускать программы машинного обучения в 

браузере. Это наследник Deeplearn.js, который больше не поддерживается. 

TensorFlow.js улучшает функциональные возможности Deeplearn.js и дает вам 

возможность максимально использовать браузер для deep learning. С помощью 

библиотеки вы можете использовать универсальные и интуитивно понятные 

API-интерфейсы для определения, обучения и развертывания моделей с нуля 

прямо в браузере. Кроме того, он автоматически предлагает поддержку 

WebGL и Node.js. Если у вас есть уже существующие обученные модели, 

которые вы хотите импортировать в браузер, TensorFlow.js позволит вам это 

сделать. Вы также можете переучить существующие модели, не выходя из 

браузера. 

Machine learning tools 

Библиотека инструментов машинного обучения представляет собой 

сборник ресурсоемких инструментов с открытым исходным кодом для 

поддержки широко распространенных функций машинного обучения в 

браузере. Эти инструменты обеспечивают поддержку нескольких алгоритмов 

машинного обучения, включая обучение без учителя, обработку данных, 

искусственные нейронные сети (ANN), математику и регрессию. Если вы 

начинаете изучать Python и ищете что-то похожее на Scikit-learn для 

машинного обучения в браузере JavaScript, этот набор инструментов может 

помочь вам. 

Keras.js 

Keras.js – популярная платформа с открытым исходным кодом, которая 

позволяет запускать модели машинного обучения в браузере. Она предлагает 

поддержку режима GPU с использованием WebGL. Если у вас есть модели в 

Node.js, вы будете запускать их только в режиме процессора. Keras.js также 
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предлагает поддержку моделей, обученных с использованием любой 

серверной среды, такой как Microsoft Cognitive Toolkit (CNTK). Некоторые из 

моделей Keras, которые могут быть развернуты в браузере на стороне клиента, 

включают Inception v3 (обучение по ImageNet), 50-слойную сеть (обучение по 

ImageNet) и обучение по MNIST. 

Brain.js 

Концепции машинного обучения очень сложны, что может отбить у 

людей желание начать их использовать. Технические особенности и жаргоны 

в этой области могут привести в замешательство новичков. Вот здесь Brain.js 

становится важным. Это среда с открытым исходным кодом, основанная на 

JavaScript, которая упрощает процесс определения, обучения и запуска 

нейронных сетей. Если вы являетесь разработчиком JavaScript и совершенно 

не знакомы с машинным обучением, Brain.js может уменьшить вашу кривую 

обучения. Его можно использовать с Node.js или в браузере на стороне клиента 

для обучения моделям машинного обучения. Некоторые из сетей, которые 

поддерживает Brain.js, включают сети Ellman и сети Gated Recurrent Units. 

STDLib 

STDLib – это библиотека с открытым исходным кодом для поддержки 

приложений JavaScript и Node.js. Если вы ищете библиотеку, которая 

подчеркивает поддержку в браузере для научных и числовых веб-приложений 

машинного обучения, STDLib может удовлетворить ваши потребности. 

Библиотека поставляется с обширными и продвинутыми математическими и 

статистическими функциями, которые помогут вам в создании 

высокопроизводительных моделей машинного обучения. Вы также можете 

использовать его расширенные утилиты для создания приложений и других 

библиотек. Кроме того, если вам нужна среда для визуализации и анализа 

данных, вы найдете STDLib стоящей. 
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Машинное обучение в Python 

Библиотека NumPy. NumPy – это очень популярная библиотека на 

python для обработки больших многомерных массивов и матриц с помощью 

большого набора математических функций высокого уровня. Это очень 

полезно для фундаментальных научных вычислений в машинном обучении. 

Это особенно полезно для линейной алгебры, преобразования Фурье и 

случайных чисел. Высококачественные библиотеки, такие как TensorFlow, 

используют NumPy для манипулирования Tensors. 

SciPy. SciPy – это очень популярная библиотека среди энтузиастов 

машинного обучения, так как она содержит различные модули для 

оптимизации, линейной алгебры, интеграции и статистики. Существует 

разница между библиотекой SciPy и стеком SciPy. SciPy является одним из 

основных пакетов, которые составляют стек SciPy. SciPy также очень полезен 

для манипулирования изображениями. 

Skikit-learn. Skikit-learn – одна из самых популярных библиотек ML для 

классических алгоритмов ML. Она построена поверх двух основных 

библиотек Python, а именно, NumPy и SciPy. Scikit-learn поддерживает 

большинство алгоритмов обучения. Scikit-learn также можно использовать для 

анализа данных, что делает его отличным инструментом для начинающих. 

Pandas. Pandas – это популярная Python библиотека для анализа данных. 

Она не имеет прямого отношения к машинному обучению. Как мы знаем, 

набор данных должен быть подготовлен до обучения. В этом случае Pandas 

очень пригодится, поскольку он был разработан специально для извлечения и 

подготовки данных. Библиотека предоставляет высокоуровневые структуры 

данных и разнообразные инструменты для анализа данных, а также множество 

встроенных методов поиска, объединения и фильтрации данных. 

Keras. Keras – очень популярная библиотека машинного обучения для 

Python. Это высокоуровневый API нейронных сетей, способный работать 

поверх TensorFlow, CNTK или Theano. Он может работать как на процессоре, 

так и на GPU. Keras — это действительно для начинающих data scientist, 
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которые хотят строить и проектировать нейронную сеть. Одним из лучших 

преимуществ Keras является то, что он позволяет легко и быстро создавать 

прототипы. 

 

Машинное обучение в R 

Библиотека Dplyr. Dplyr в основном используется для манипулирования 

данными в R. Dplyr фактически построен вокруг этих 5 функций. Эти функции 

составляют большую часть манипуляций с данными, которые вы обычно 

делаете. Вы можете работать как с локальными фреймами данных, так и с 

таблицами удаленных баз данных. 

Ggplot2. Ggplot2 – одна из лучших библиотек для визуализации данных 

в R. Библиотека ggplot2 реализует «грамматику графики» (Wilkinson, 2005). 

Этот подход дает нам последовательный способ создания визуализаций путем 

выражения взаимосвязей между атрибутами данных и их графическим 

представлением. Ggplot2 имеет широкий спектр функций. 

MLR. Этот пакет абсолютно невероятен при выполнении задач 

машинного обучения. В нем собраны почти все важные и полезные алгоритмы 

для выполнения задач машинного обучения. Его также можно назвать основой 

для классификации, регрессии, кластеризации, мультиклассификации и 

анализа выживаемости. Есть также методы фильтра и обертки для выбора 

функции. Также, большинство выполняемых здесь операций можно 

распараллелить. 

Caret. Caret отвечает за классификацию и регрессию. Одним из основных 

инструментов в пакете является функция train, к которой можно привыкнуть, 

оценив, используя повторную выборку, влияние параметров настройки 

модели на производительность. У Caret есть несколько функций, которые 

пытаются упростить процесс построения и оценки модели, а также выбор 

функций и другие методы. Один этот пакет — это все, что вам нужно знать 

для решения практически любой проблемы с машинным обучением. Он 

обеспечивает единый интерфейс для нескольких алгоритмов машинного 
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обучения и стандартизирует различные другие задачи, такие как разделение 

данных, предварительная обработка, выбор характеристик, оценка важности 

переменных. 

Esquisse. Этот пакет принес наиболее важную особенность Tableau в R. 

На самом деле это улучшение ggplot2. Этот плагин позволяет интерактивно 

исследовать данные, визуализируя их с помощью пакета ggplot2. Это 

позволяет рисовать гистограммы, кривые, точечные диаграммы, гистограммы, 

а затем экспортировать график или получить код, генерирующий график. 

 

Машинное обучение в PHP 

RubixML. Высокоуровневая библиотека машинного обучения, которая 

позволяет создавать программы для изучения данных с использованием языка 

PHP. Удобный для разработчиков API для быстрого прототипирования. 

Модульная архитектура сочетает в себе мощность и гибкость. Открытый 

исходный код и бесплатное использование в коммерческих целях. 

PHP-OPENCV. OpenCV – это библиотека функций, в основном 

предназначенная для компьютерного зрения в реальном времени. PHP-

OPENCV – это модуль-обертка для OpenCV. 

PHP-ML. PHP-ML – библиотека машинного обучения для PHP. По 

умолчанию PHP-ML поддерживает алгоритмы, такие как классификация и 

регрессия. Он также имеет несколько наборов данных, доступных для 

изучения, таких как набор данных Iris, Wine и Glass. 

Google Cloud Machine Learning. Google ML – это управляемый сервис, 

который позволяет разработчикам создавать и внедрять модели ML в бизнес-

процессы. Он предлагает конвейер, нацеленный на решение проблемы 

машинного обучения от начала до конца. То есть он предоставляет услуги, 

которые помогают от самых основных задач, таких как сбор и очистка данных, 

до более сложных задач, таких как обучение и развертывание в большом 

масштабе. Кроме того, его гибкость позволяет пользователям использовать 

услуги совместно или индивидуально. Другими словами, вы можете взять 
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предварительно обученную модель и использовать службы Cloud ML для ее 

развертывания в облаке. Поддерживаются разные языки, в том числе PHP. 

Tesseract for PHP. Tesseract – это механизм оптического распознавания 

символов для различных операционных систем. Это бесплатное программное 

обеспечение, выпущенное по лицензии Apache License версии 2.0. Спонсором 

разработки является Google с 2006 года. В 2006 году Tesseract считался одним 

из самых точных доступных на сегодняшний день механизмов распознавания 

текста с открытым исходным кодом. в PHP доступа обертка под эту 

библиотеку. 

 

Машинное обучение в Java 

Weka. Неудивительно, что Weka – выбор номер один для Java 

библиотеки машинного обучения. Weka 3 – полностью рабочая среда на 

основе Java, лучше всего используемая для алгоритмов машинного обучения. 

Weka в основном используется для интеллектуального анализа данных, 

анализа данных и прогнозного моделирования. Она полностью бесплатная, 

портативная и простая в использовании благодаря графическому интерфейсу. 

«Сила Weka заключается в классификации, поэтому приложения, 

которым требуется автоматическая классификация данных, могут извлечь из 

этого пользу, но также поддерживается кластеризация, извлечение правил 

ассоциации, прогнозирование временных рядов, выбор функций и 

обнаружение аномалий», – заявил профессор Эйбе Франк, сотрудник 

Профессор компьютерных наук в университете Вайкато в Новой Зеландии. 

Коллекция алгоритмов машинного обучения Weka может быть 

применена непосредственно к набору данных или вызвана из вашего 

собственного Java кода. Она поддерживает несколько стандартных задач 

интеллектуального анализа данных, включая предварительную обработку 

данных, классификацию, кластеризацию, визуализацию, регрессию и выбор 

функций. 
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Massive Online Analysis (MOA). MOA – это программное обеспечение с 

открытым исходным кодом, специально предназначенное для машинного 

обучения и интеллектуального анализа потоков данных в режиме реального 

времени. Разработанный на Java, она также может быть легко использована с 

Weka при масштабировании до более сложных задач. Коллекция алгоритмов 

машинного обучения и инструментов MOA полезна для регрессии, 

классификации, обнаружения выбросов, кластеризации, рекомендательных 

систем. MOA может быть полезен для больших развивающихся наборов 

данных и потоков данных, а также для данных, создаваемых устройствами 

Интернета вещей (IoT). 

MOA специально разработан для машинного обучения на потоках 

данных в режиме реального времени. Она нацелена на экономию времени и 

памяти. MOA предоставляет эталонную среду для проведения экспериментов 

в области интеллектуального анализа данных, предоставляя несколько 

полезных функций, включая легко расширяемую структуру для новых 

алгоритмов, потоков и методов оценки; сохраняемые настройки для потоков 

данных (реальных и синтетических) для повторяющихся экспериментов и 

набор существующих алгоритмов для сравнения. 

Deeplearning4j. Сообщество JAXenter отметило, что Deeplearning4j один 

из самых инновационных продуктов экосистемы Java. Deeplearning4j – это 

коммерческая библиотека с открытым исходным кодом, распространяемая с 

открытым исходным кодом на Java и Scala. Цель продукта заключается в 

объединении нейронных сетей и глубокого обучения для бизнес задач. 

Deeplearning4j предназначен для самостоятельной работы 

программистов на Java, Scala и Clojure, работающих над Hadoop, массивной 

распределенной системой хранения данных с огромной вычислительной 

мощностью и способностью обрабатывать практически неограниченные 

параллельные задачи или задания. Глубокие нейронные сети и глубокое 

обучение способствуют распознаванию образов и целенаправленному 

машинному обучению. Все это означает, что Deeplearning4j очень полезен для 



25 

определения шаблонов и настроений в речи, звуке и тексте. Кроме того, его 

можно использовать для обнаружения аномалий в данных временных рядов, 

таких как финансовые транзакции. 

MALLET. Разработанный в основном Эндрю МакКаллумом и 

студентами из UMASS и UPenn, MALLET – это инструментальное средство 

машинного обучения с открытым исходным кодом для изучения языка в 

тексте. Этот пакет на основе Java поддерживает статистическую обработку 

естественного языка, кластеризацию, классификацию документов, извлечение 

информации, тематическое моделирование и другие приложения машинного 

обучения к тексту. 

MALLET включает в себя сложные инструменты для классификации 

документов, такие как эффективные процедуры для преобразования текста. 

Он поддерживает широкий спектр алгоритмов (включая простые алгоритмы 

Байеса, деревья решений и энтропию) и код для оценки производительности 

классификатора. Также MALLET включает в себя инструменты для 

маркировки последовательности и моделирования тем. 

ELKI. Среда для разработки KDD-приложений, поддерживаемая Index 

Structures (сокращенно ELKI), представляет собой программное обеспечение 

для анализа данных с открытым исходным кодом для Java. ELKI фокусируется 

на исследованиях алгоритмов, подчеркивая неконтролируемые методы в 

кластерном анализе, индексах базы данных и обнаружении выбросов. ELKI 

позволяет независимо оценивать алгоритмы интеллектуального анализа 

данных и задачи управления данными, разделяя их. Эта функция является 

уникальной среди других сред интеллектуального анализа данных, таких как 

Weta или Rapidminer. ELKI также допускает произвольные типы данных, 

форматы файлов или меры расстояния или подобия. 

 

Машинное обучение в C# 

ML.NET. ML.NET – это кроссплатформенная среда машинного 

обучения с открытым исходным кодом, которая делает машинное обучение 
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доступным для разработчиков .NET. ML.NET позволяет .NET разработчикам 

разрабатывать свои собственные модели и внедрять индивидуальное 

машинное обучение в свои приложения, используя .NET, даже без 

предварительного опыта разработки или настройки моделей машинного 

обучения. 

Наряду с этими возможностями ML в нем также представлен первый 

проект API-интерфейсов .NET для моделей обучения, использующих модели 

для предсказаний, а также основные компоненты этой среды, такие как 

алгоритмы обучения, преобразования и данные ML структур. 

TensorFlowSharp. API покрывает весь низкоуровневый API TensorFlow, 

он находится на одном уровне с другими языковыми средами. Но в настоящее 

время не включает высокоуровневый API, как это делается в Python, поэтому 

его использование для этих высокоуровневых операций затруднено. 

Вы можете создавать прототипы, используя TensorFlow или Keras в 

Python, затем сохранять свои графики или обученные модели, а затем 

загружать результат в .NET с помощью TensorFlowSharp и передавать свои 

собственные данные для обучения или запуска. 

Accord.NET. Accord.NET – это фреймворк для научных вычислений в 

.NET. Фреймворк содержит набор библиотек, доступных в исходном коде, а 

также через исполняемые установщики и пакеты NuGet. Основные области 

применения включают численную линейную алгебру, числовую 

оптимизацию, статистику, машинное обучение, искусственные нейронные 

сети, обработку сигналов и изображений и вспомогательные библиотеки 

(такие как построение графиков и визуализация). Первоначально проект был 

создан для расширения возможностей AForge.NET Framework, но с тех пор он 

включает в себя AForge.NET. Новые версии объединили обе платформы под 

именем Accord.NET. 

Microsoft Azure ML Studio. Этот сервис использует облачные хранилища 

для машинного обучения. Microsoft предоставляет как платную, так и 

бесплатную версии, возможность пользоваться готовыми алгоритмами 
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(своими и созданными сторонними компаниями). Тестировать платформу 

можно через анонимный профиль, а модели превращать в API и предоставлять 

другим сервисам. В бесплатной версии пользователям доступно 10 Гб, чтобы 

сохранять дани.Завдякы этом фреймворка создан, например, приложение 

How-Old (определяет пол и возраст по фотографии). 

Amazon Machine Learning. Один из фреймворков компании, который 

работает с облачными данными с Amazon S3, Redshift и RDS. Он создает 

модели бинарной и мультикласовои классификации, а также выполняет 

регрессию. Но сервис сделан именно под Amazon, значит — модели не 

экспортируются и не импортируются. 

 

Оборудование и материалы 

 

Для выполнения лабораторной работы рекомендуется использовать 

персональный компьютер со следующими программными средствами 

разработки (выбрать один или несколько програмных продуктов для 

практической реализации задач лабораторной работы интерпретатор Python 

(Anaconda). 

 

Указания по технике безопасности 

Студенты должны следовать общепринятой технике безопасности для 

пользователей персональных компьютеров. Не следует самостоятельно 

производить ремонт технических средств, установку и удаление 

программного обеспечения. В случае обнаружения неисправностей 

необходимо сообщить об этом администратору компьютерного класса 

(обслуживающему персоналу лаборатории). 

 

Методика и порядок выполнения работы 

Для выполнения лабораторной работы необходимо реализовать 

следующие этапы: 
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1. Изучить теоретический материал данной лабораторной работы. 

2. Выполнить работы по установке, настройке и тестированию 

работоспособности основных библиотек Python для машинного обучения. 

3. Выбрать и продемострировать использование библиотеки машинного 

обучения на примере решения простейшей задачи машинного обучения. 

 

Индивидуальное задание 

1. Подберите набор данных на ресурсах [5-7] и согласуйте свой выбор с 

преподавателем. Студент может предложить набор данных в соответствии с 

тематикой магистерского исследования. 

2. Обоснуйте выбор библиотеки машинного обучения для решения 

простой задачи машинного обучения (рекомендуется использовать 

простейшие алгоритмы предварительной обработки и визуализации данных). 

3. Продемострируйте работоспособность библиотеки машинного 

обучения для решения простейшей задачи. 

 

Содержание отчета и его форма 

Отчет по лабораторной работе должен содержать: 

1. Номер и название лабораторной работы; задачи лабораторной работы. 

2. Реализация каждого пункта подраздела «Индивидуальное задание» с 

приведением исходного кода программы, диаграмм и графиков для 

визуализации данных. 

3. Ответы на контрольные вопросы. 

4. Экранные формы (консольный вывод) и листинг программного кода с 

комментариями, показывающие порядок выполнения лабораторной работы, и 

результаты, полученные в ходе её выполнения. 

Отчет о выполнении лабораторной работы подписывается студентом и 

сдается преподавателю. 
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Контрольные вопросы 

1. Какие библиотеки мащинного обучения можно использовать в стеке 

технологий .NET Framework? 

2. Какие библиотеки мащинного обучения можно использовать в стеке 

технологий Python? 

3. Какие библиотеки мащинного обучения можно использовать в стеке 

технологий Java? 

4. Какие библиотеки мащинного обучения можно использовать в стеке 

технологий JavaScript? 

5. Какие библиотеки мащинного обучения можно использовать в стеке 

технологий PHP? 

6. Какие библиотеки мащинного обучения можно использовать в стеке 

технологий R? 

7. Опишите основные возможности библиотеки NumPy. 

8. Опишите основные возможности библиотеки Pandas. 

9. Опишите основные возможности библиотек Keras и TensorFlow. 

10. Опишите основные возможности библиотеки Skikit-learn. 

11. Чем схожи и чем отличаются библиотеки TensorFlow и PyTorch? 

 

Список литературы 

Для выполнения лабораторной работы, при подготовке к защите, а также 

для ответа на контрольные вопросы рекомендуется использовать следующие 

источники: [1, 2, 5-7].  
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ЛАБОРАТОРНАЯ РАБОТА 3. ПЕРВИЧНЫЙ АНАЛИЗ ДАННЫХ 

 

Цели и задачи 

 

Цель лабораторной работы: изучение программных средств для 

визуализации наборов данных. 

Основные задачи: 

– установка и настройка matplotlib, seaborn; 

–изучение основных типов графиков библиотеки matplotlib; 

–изучение основных типов графиков библиотеки seaborn; 

– получение навыков анализа данных по визуальным представлениям 

данных. 

 

Теоретическое обоснование 

 

Перед выполнением лабораторной работы необходимо ознакомиться с 

базовыми принципами языка Python, используя следующие источники: [1-5]. 

Особое внимание необходимо уделить репозитарию [5] с исходными кодами. 

 

Оборудование и материалы 

 

Для выполнения лабораторной работы рекомендуется использовать 

персональный компьютер со следующими программными средствами 

разработки (выбрать один или несколько програмных продуктов для 

практической реализации задач лабораторной работы): MS Visual Studio 2015 

и выше; среда разработки Java, интерпретатор Python (Anaconda) с 

библиотеками matplotlib, seaborn, numpy. 

 

Указания по технике безопасности 
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Студенты должны следовать общепринятой технике безопасности для 

пользователей персональных компьютеров. Не следует самостоятельно 

производить ремонт технических средств, установку и удаление 

программного обеспечения. В случае обнаружения неисправностей 

необходимо сообщить об этом администратору компьютерного класса 

(обслуживающему персоналу лаборатории). 

 

Методика и порядок выполнения работы 

 

Перед выполнением индивидуального задания рекомендуется 

выполнить все пункты учебной задачи. 

 

Учебная задача 

Выполним анализ набора данных «Предсказание ухода клиента». 

Данный набор данных используется в качестве учебного набора при изучении 

методов прогнозирования. Набор представляет собой данные об активности 

клиентаов телекоммуникационной компании (количество часов разговоров, 

видеозвонков, ночные и дневные разговоры и прочие). Набор данных 

подходит для обучения моделей логистической регрессии, моделей 

классификации (CNN, kNN, Logic tree). Набор данных можно получить в 

репозитории [5] или на портале Kaggle [4]. 

Рассмотрим основные признаки, представленный в наборе. Загрузим 

набор данных с использованием pandas и выведем признаки набора данных 

(рисунок 2.1). 
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Рисунок 2.1 – Загрузка данныхи получение и превичный анализ признаков 

 

Набор данных telecom_churn.csv содержит большое количество 

признаков. Для детального изучения воспользуемся методом info() класса 

DataFrame (рисунок 2.2). 

 
Рисунок 2.2 – Информаия о признаках набора данных 

 

Графики, используемые при анализе данных, делят не по библиотекам, 

с использованием которых они строятся, а по типам признаков, для анализа 

которых предназначены графики. 

 

6.1.1. Визуализация количественных признаков 
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Для представления распределения простого коичественного признака 

подходит обычная гистограмма, содержащаяся во всех библиотеках 

(рисунок 2.3). 

 
Рисунок 2.3 – Информаия о признаках набора данных 

 

Для построения гистограммы вызывается метод hist() класса DataFtrame. 

На соамом деле используется метод из библиотеки matplotlib. Метод hist() 

можно использовать для построения гистограмм по нескольким признакам 

(рисунок 2.4). При этом неколичественные признаки игнорируются. 
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Рисунок 2.4 – Применение метода hist() для визуализации распределения 

нескольких признаков 

 

Аналогичный тип графика можно получить с использованием matplotlib 

(рисунок 2.5). Если необходимо построить график распределения, 

аналогичный представленному на рисунке 2.3, то нужно выполнить 

дополнительные расчеты (рисунок 2.6). 

 
Рисунок 2.5 – Построение гистограммы с использованием matplotlib 
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Рисунок 2.6 – Использование matplotlib для представления распределения 

значений признака 

 

Один из эффективных типов графиков для анализа количественных 

признаков – это «ящие с усами» (boxplot). На рисунке 2.7 показан код и 

реализованный график. Для анализа нескольких признаков графики boxplot 

также эффективны. На рисунке 2.8 представлен код и результат построения 

графиков для анализа пяти штатов с максимальным объемом дневных звонков. 

 
Рисунок 2.7 – График «ящик с усами» для отдельного признака 
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Рисунок 2.8 – Использование boxplot для анализа признака для пяти штатов 

 

График boxplot состоит из коробки, усов и точек. Коробка показывает 

интерквартильный размах распределения, то есть соответственно 25% ( первая 

квартиль, 𝑄1) и 75% (𝑄3) перцентили. Черта внутри коробки обозначает 

медиану распределения (можно получить с использованием метода median() в 

pandas и numpy). Усы отображают весь разброс точек кроме выбросов, то есть 

минимальные и максимальные значения, которые попадают в промежуток 

(𝑄1 − 1,5 ∙ 𝐼𝑄𝑅, 𝑄3 + 1,5 ∙ 𝐼𝑄𝑅), где 𝐼𝑄𝑅 = 𝑄3 − 𝑄1 – интерквартильный 

размах. Точками на графике обозначаются выбросы (outliers), то есть те 

значения, которые не вписываются в промежуток значений, заданный усами 

графика (рисунок 2.9). 
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Рисунок 2.9 – Структура графика типа «ящик с усами» 

 

6.1.2. Категориальные признаки 

Типичным категориальным признаком в анализируемом наборе данных 

является «Штат» (State). Под категориальный признак подходит также 

«Отказ» (Churn) (хотя он является логическим). На рисунке 2.10 представлены 

графики типа countplot() из библиотеки seaborn, которые строят гистограммы, 

но не по сырым данным, а по расчитанному количеству разных значений 

признака. 

  
а) б) 

Рисунок 2.10 – График countplot: а) визуализация распределения признака 

Churn; б) визуализация пяти популярных штатов 
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6.1.3. Визуализация соотношения количественных признаков 

Одним из вариантов визуализации соотношения количественных 

признаков является диаграмма по нескольким признакам (рисунки 2.4, 2.8). 

Рассмотрим пример демонстрирующий сравнениераспределений показателей, 

связанных с финансовыми затратами клиентов. Упрощенно, можно сказать, 

что это все показатели, содержащие подстроку «charge» в имени показателя. 

На рисунке 2.11 представлен код для отбора требуемых показателей. 

 
Рисунок 2.11 – Отбор показателей, связанных с затратами клиентов 

 

После отбора интересующих показателей можно построить диаграммы 

для сравнения (рисунок 2.12). 

 
Рисунок 2.12 – Диаграммы для сравнения распределения числовых 

показателей 

 

Часто используют попарное сравнение признаков для обеспечения 

широкого взгляда на набор данных (рисунок 2.13). На диаганальных графиках 

рисунка 2.13 представлены гистограммы распределения отдельного признака, 

на внедиаганальных позициях – попарные распределения. 
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Рисунок 2.13 – Попарное распределение признаков 

 

Можно реализовать юолее сложные графики. Например, если требуется 

добавить к существующим признакам, целевой признак Churn (количество 

отказов) и раскрасить разные типы элементов, то можно воспользоваться 

попарными распределениями, но с отображением подмножеств отказов 

(рисунок 2.14). 

До сих пор использовались возможности библиотеки seaborn, а также 

методы pandas (которые производят визуализацию, оращаясь к библиотеке 

matplotlib). Библиотека matplotlib наиболее известная и широко применяемая 

при анализе данных в рамках стека технологий python. 
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Рисунок 2.14 – Попарное распределение признаков с визуализацией 

отказов 

 

На рисунке 2.15 показан пример использования графика scatter 

библиотеки matplotlib, предназначенного для вывода множества точек. 
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Рисунок 2.15 – График scatter библиотеки matplotlib 

 

На рисунке 2.16 показан пример более тонкой настройки параметров 

графика. 

 
Рисунок 2.16 – Настройка графика: цвет точки зависит от целевого 

значения признака 
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График на рисунке 2.16 можно построить различными способами, 

например, можно добавлять множества точек отдельными подмножествами, 

указывая параметры визуализации для каждого подмножества (рисунок 2.17). 

 

 

а) б) 

Рисунок 2.17 – Построение отдельных подмножеств с легендой; а) 

исходный код; б) полученный график 

 

В реальных задачах машинного обучения при первичном анализе 

данных необходимо выявить корреляции признаков обучающей выборки. В 

пакете Pandas имеется встроенный инструмент для этого – метод corr() класса 

DataFrame. На рисунке 2.18 показан фрагмент вывода этой функции. 

 
Рисунок 2.18 – Определение коррелирующих признаков набора данных 

 

Полученная матрица имеет размер 17 × 17. Это незначительный размер 

(в реальных задачах машинного обучения размеры матриц корреляции имеют 

порядки 106 − 1010 и более), но даже для матрицы рассматриваемого набора 
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данных проанализировать корреляцию признаков вручную – трудоемкая 

задача. Например, можно использовать скрипты, для выделения больших 

коэффициентов корреляции. Но лучше использовать специальный тип 

графика – heatmap (рисунок 2.19). 

 
Рисунок 2.19 – Визуализация матрица корреляции с использованием 

графика типа heatmap 

 

Коррелирующие признаки обычно удаляются и не рассматриваются в 

процессе обучения. 

 

Важные замечания 

1. Статья о типах графиков при первичном анализе данных: 

https://medium.com/open-machine-learning-course/open-machine-learning-course-

topic-2-visual-data-analysis-in-python-846b989675cd 

2. В качестве среды разработки используйте языки программирования 

Python, Java или C#. По согласованию с преподавателем студент может 

самостоятельно может выбрать язык программирования и среду разработки 

(при этом студенту необходимо критически обосновать свой выбор). 

https://medium.com/open-machine-learning-course/open-machine-learning-course-topic-2-visual-data-analysis-in-python-846b989675cd
https://medium.com/open-machine-learning-course/open-machine-learning-course-topic-2-visual-data-analysis-in-python-846b989675cd
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2. При выборе набора данных (data set) на ресурсах [3, 4] необходимо 

согласовать свой выбор с другими студентами группы и преподавателем, так 

как работа над одинаковыми наборами данных недопустима. 

3. В рамках данного лабораторного курса рекомендуется использовать 

инструментарий Python (библиотеки, среду разработки) для решения 

поставленных задач. 

 

Индивидуальное задание 

1. Подберите набор данных на ресурсах [3, 4] и согласуйте свой выбор с 

преподавателем. Студент может предложить набор данных в соответствии с 

тематикой магистерского исследования. 

2. Проведите первичный анализ данных. Особое внимание следует 

уделить графическому представлению распрееделений признаков, 

визуализации взаимосвзей, позволяющие судить о наборе данных. Построение 

графиков желательно произвести по нескольким проекциям. При анализе 

данных использовать как можно более разнообразные типы графиков. 

 

Содержание отчета и его форма 

 

Отчет по лабораторной работе должен содержать: 

1. Номер и название лабораторной работы; задачи лабораторной работы. 

2. Реализация каждого пункта подраздела «Индивидуальное задание» с 

приведением исходного кода программы, диаграмм и графиков для 

визуализации данных. 

3. Ответы на контрольные вопросы. 

4. Экранные формы (консольный вывод) и листинг программного кода с 

комментариями, показывающие порядок выполнения лабораторной работы, и 

результаты, полученные в ходе её выполнения. 

Отчет о выполнении лабораторной работы подписывается студентом и 

сдается преподавателю. 
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Контрольные вопросы 

 

1. Какие инструментальные средства используются для организации 

рабочего места специалиста Data Science? 

2. Какие библиотеки Python используются для работы в области 

машинного обучения? Дайте краткую характеристику каждой библиотеке. 

3. Почему при реализации систем машинного обучения широкое 

распространение получили библиотеки Python? 

 

Список литературы 

 

Для выполнения лабораторной работы, при подготовке к защите, а также 

для ответа на контрольные вопросы рекомендуется использовать следующие 

источники: [1-4]. 
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ЛАБОРАТОРНАЯ РАБОТА 4. ЛИНЕЙНЫЕ МОДЕЛИ: МЕТОД 

БЛИЖАЙШИХ СОСЕДЕЙ 

 

Цели и задачи 

 

Цель лабораторной работы: изучение принципов построения 

информационных систем с использованием метрических методов 

классификации. 

Основные задачи: 

– изучение инструментария Python для реализации алгоритмов 

метрической классификации; 

– изучение методов оптимизации параметров метрической 

классификации; 

– освоение модификаций kNN-метода. 

 

Теоретическое обоснование 

 

Перед выполнением лабораторной работы необходимо ознакомиться с 

теорией построения метрических классификаторов, используя следующие 

источники: [1-5]. Особое внимание необходимо уделить репозитарию [5] с 

исходными кодами. 

 

Оборудование и материалы 

 

Для выполнения лабораторной работы рекомендуется использовать 

персональный компьютер со следующими программными средствами 

разработки (выбрать один или несколько програмных продуктов для 

практической реализации задач лабораторной работы): MS Visual Studio 2015 

и выше; среда разработки Java, интерпретатор Python (Anaconda). 
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Указания по технике безопасности 

 

Студенты должны следовать общепринятой технике безопасности для 

пользователей персональных компьютеров. Не следует самостоятельно 

производить ремонт технических средств, установку и удаление 

программного обеспечения. В случае обнаружения неисправностей 

необходимо сообщить об этом администратору компьютерного класса 

(обслуживающему персоналу лаборатории). 

 

Методика и порядок выполнения работы 

 

Перед выполнением индивидуального задания рекомендуется 

выполнить все пункты учебной задачи. 

 

Учебная задача 

В рамках данной задачи рассматривается построение классификатора с 

использованием метода ближайших соседей. В качестве набора данных 

используются данные об ирисах Фишера. 

В рамках данной лабораторной работы рекомендуется использование 

библиотеки pandas. Pandas – это библиотека Python, предоставляющая 

широкие возможности для анализа данных. Данные, с которыми работают 

специалисты Data Science, часто хранятся в табличном формате (.csv, .tsv, 

.xlsx, …). С помощью библиотеки Pandas данные удобно загружать, 

обрабатывать и анализировать с помощью SQL-подобных запросов. Pandas 

предоставляет широкие возможности визуального анализа табличных данных 

в связке с библиотеками Matplotlib и Seaborn.  

Основными структурами данных в Pandas являются классы Series и 

DataFrame. Первый из них представляет собой одномерный индексированный 

массив данных некоторого фиксированного типа. Второй – это двухмерная 

структура данных, представляющая собой таблицу, каждый столбец которой 
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содержит данные одного типа. Можно представлять её как словарь объектов 

типа Series. Структура DataFrame отлично подходит для представления 

реальных данных: строки соответствуют признаковым описаниям отдельных 

объектов, а столбцы соответствуют признакам. 

1. На рис. 3.1 представлен код в Python Notebook для загрузки 

исходного набора данных. 

 
Рисунок 3.1 – Использование pandas для загрузки данных 

 

Слудует обратить внимание, что первая строка набора данных 

интерпретировалась как шапка таблицы (название столбцов). Данную 

неточность необходимо исправить следующим образом (рис. 3.2). В таком 

случае столбцы получат порядковые номера в качестве названий столбцов. 

 
Рисунок 3.2 – Добавление шапки DataFrame по умолчанию 

 

Исследователь также может дать символьные имена столбцам при 

загрузке (рис. 3.3). 
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Рисунок 3.3 – Добавление шапки DataFrame с символьными именами 

столбцов 

 

2. После загрузки данных можно визуализировать полученныйы 

набор данных. Для визуализации будем использовать библиотеку seaborn 

(рис. 3.4). 

 
Рисунок 3.4 – Добавление шапки DataFrame по умолчанию 

 

В результате будет выведен график, отображающий распределение 

объектов попарно по различным признакам (рис. 3.5). 
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Рисунок 3.5 – Попарное признаковое распределение ирисов 

 

На графике попарного распределения видно преимущество символьного 

обозначения столбцов – график легче интерпретировать. Отдельные классы не 

отмечаются различными цветами, но видно, что на отдельных подграфиках 

множества точек разделены. Следует обратить внимание на подграфики, 

расположенные по диаганали. Подумайте, что они отображают? 

3. Для придания отдельным классам своих цветов необходимо 

указать, по какому признаку разделяются точки (рис. 3.6). 
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Рисунок 3.6 – Построение графика с указанием признака отдельных 

классов 

 

Результат представлен на рис. 3.7. 

 
Рисунок 3.7 – Попарное признаковое распределение ирисов с разделением 

на классы 

 

Можно изменить маркеры каждого класса. Для этого необходимо 

использовать код: sb.pairplot(d, hue='answer', markers=["o", "s", "D"]). 

4. Перейдем к построению модели. Модель метрической 

классификации должна обеспечивать следующий алгоритм работы: 

пользователь вводит новое признаковое описание объекта (объект отсутствует 

в обучающей выборке), а алгоритм классификации относит новый объект к 

одному из классов ирисов. 



52 

5. Существует несколько вариаций метода ближайших соседей. 

Каждая модель предполагает наличие различных параметров для 

оптимизации. Воспользуемся библиотекой scikit для построения 

классификатора (рис. 3.8). 

 
Рисунок 3.8 – Основные этапы решения задачи классификации методом 

ближайших соседей с использованием библиотеки scikit 

 

Для прелставленного объекта X_test попробуйте поменять значение 

признаков и проследите за изменением значения выходного класса. 

 

6. Модель построена и выдает ответ для новых (отсутствующих в 

исходной выборке) объектов. Но, анализируя код на рис. 3.8, следует отметить 

следующие недостатки такого подхода: 

– в качестве количества ближайших соседей выбрано значение K=3, 

выбор данного значения не обосновывается, но в данном методе именно 

данный параметр должен оптимизироваться; 

– отсутствует какое-либо графическое представление модели, нет 

визуализации процесса принятия решения. 

Исправим данные недостатки. 



53 

7. Займемся обоснованием выбора оптимального значения 

количества ближайших соседей. Для этого будем использовать простейшую 

оценку качества hold-out (рис. 3.9). 

 
Рисунок 3.9 – Оценка точности классификатора с использованием 

методики hold-out 

 

В качестве эксперимента попробуйте поменять значение количества 

соседей и расмотрите изменение точности класификатора. 

 

8. Еще одна оценка качества – cross validation (CV) error. На рис. 3.10 

показан алгоритм получения оценки точности классификации CV и процедура 

выбора оптимального значения количества соседей в алгоритме kNN на основе 

данной оценки. 
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Рисунок 3.10 – Реализация процедуры выбора оптимального параметра на 

основе cross validation error 

 

Вывод для данного кода представлен на рис. 3.11. 

 
Рисунок 3.11 – Визуализация выбора оптимального параметра на основе 

cross validation error 
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Важные замечания 

1. При выборе набора данных (data set) на ресурсах [3, 4] необходимо 

согласовать свой выбор с другими студентами группы и преподавателем с 

целью недопустимости выбора одинаковых вариантов. 

2. В рамках данного лабораторного курса рекомендуется использовать 

инструментарий Python (библиотеки, среду разработки) для решения 

поставленных задач. 

3. При выборе набора данных следует отдавать предпочтение тем 

наборам, которые имеют следующие характеристики: содержат не более 5 

признаков на объект; все признаки – числовые; желательно отсутствие 

пропусков в данных. 

 

Индивидуальное задание 

1. Студент самостоятельно выбирает набор данных на ресурсах [3, 4] для 

построения классификатора с использованием метода ближайших соседей и 

согласует свой выбор с преподавателем. 

2. Выполните построение модели классификации на основе метода 

ближайших соседей. В ходе решения задачи необходимо решить следующие 

подзадачи: 

2.1 Построение классификатора с заданием K (количества ближайших 

соседей) пользователем; 

2.2 Вычисление оценки hold-out для различнх значений K, а также для 

различных долей обучающей и тестирующей подвыборок; 

2.3 Вычисление оценки cross validation для различных значений K, а 

также для различных значений fold (количества подмножеств при кросс-

валидации). 

2.4 Вычислите оптимальные значения K. Обоснуйте свой выбор. 

Продемонстрируйте использование полученного классификатора. 
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Содержание отчета и его форма 

 

Отчет по лабораторной работе должен содержать: 

1. Номер и название лабораторной работы; задачи лабораторной работы. 

2. Реализация каждого пункта подраздела «Индивидуальное задание» с 

приведением исходного кода программы, диаграмм и графиков для 

визуализации данных. 

3. Ответы на контрольные вопросы. 

4. Экранные формы (консольный вывод) и листинг программного кода с 

комментариями, показывающие порядок выполнения лабораторной работы, и 

результаты, полученные в ходе её выполнения. 

Отчет о выполнении лабораторной работы подписывается студентом и 

сдается преподавателю. 

 

Контрольные вопросы 

 

1. Поясните особенности основных методов метрической 

классификации: метод ближайшего соседа, метод k ближайших соседей. 

2. Поясните основные принципы и этапы реализации метода kNN. 

3. Поясните принцип выбора количества соседних объектов, по которым 

определяется принадлежность целевого объекта к результирующему классу. 

4. В чем заключается метод парзеновского окна? 

5. Поясните принцип метода потенциальных функций. 

6. Назовите, какие параметры оптимизируют в методах kNN? 

 

Список литературы 

 

Для выполнения лабораторной работы, при подготовке к защите, а также 

для ответа на контрольные вопросы рекомендуется использовать следующие 

источники: [1-5].  
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ЛАБОРАТОРНАЯ РАБОТА 5. ЛИНЕЙНЫЕ МОДЕЛИ: 

РЕГРЕССИЯ 

 

Цели и задачи 

Цель лабораторной работы: изучение принципов построения 

информационных систем с использованием линейных методов машинного 

обучения. 

Основные задачи: 

– освоение методологии работы с моделями линейной регресии в 

задачах машинного обучения; 

– освоение метдик работы с линейными моделями в python; 

– освоение методики применения методов регрессии; 

– изучение основных параметров регрессионных моделей. 

 

Теоретическое обоснование 

Перед выполнением лабораторной работы необходимо ознакомиться с 

теорией построения регрессионных моделей машинного обучения, используя 

следующие источники: [1-5]. 

 

Оборудование и материалы 

Для выполнения лабораторной работы рекомендуется использовать 

персональный компьютер со следующими программными средствами 

разработки (выбрать один или несколько програмных продуктов для 

практической реализации задач лабораторной работы): MS Visual Studio 2013 

и выше; среда разработки Java, интерпретатор Python (Anaconda). 

 

Указания по технике безопасности 

Студенты должны следовать общепринятой технике безопасности для 

пользователей персональных компьютеров. Не следует самостоятельно 

производить ремонт технических средств, установку и удаление 
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программного обеспечения. В случае обнаружения неисправностей 

необходимо сообщить об этом администратору компьютерного класса 

(обслуживающему персоналу лаборатории). 

 

Методика и порядок выполнения работы 

Учебная задача 

В рамках учебной задачи резберем проблему «Прогноз популярности 

статьи на Хабре» (https://habrahabr.ru). Подробности 

(https://inclass.kaggle.com/c/howpop-habrahabr-favs). 

Файл howpop_test.csv содержит тестовые объекты. Файл 

howpop_train.csv содержит обучающую выборку. Целевая переменная – 

favs_lognorm. Файлы howpop_test.jsonlines и howpop_train.jsonlines содержат 

полные описания статей в формате JSON. Целевая переменная – favs_lognorm. 

Следует обратить внимание, что howpop_train.jsonlines – файл с 

размером 4 ГБ.  

Переходим к решению: 

1. Подключем необходимые библиотеки: 

 
Рисунок 6.1 – Код подключения библиотек в jupyter notebook 

 

2. Проведем первичное обследование набора данных. Выполним 

загрузку данных (рис. 6.2). Такое представление обучающей и тестовой 

выборок не дает осмысленного представления о структуре данных, вывод 

тяжело читается. Трансформируем вывод следующим образом (рис. 6.3): в 

методе head() будем выводить одну строку, а также транспонируем вывод. 

https://habrahabr.ru/
https://inclass.kaggle.com/c/howpop-habrahabr-favs
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Рисунок 6.2 – Получение шапки набора данных 

 

 
Рисунок 6.3 – Получение читаемого представления данных в jupyter 

notebook 

 

Вывод для данного кода представлен на рис. 6.4. 
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Рисунок 6.4 – Столбцы набора данных 

 

3. Определим размер выборок: 

 
Рисунок 6.5 – Определение размера тестового и обучающего наборов 

 

4. Получим общую информацию по фрейму: 
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Рисунок 6.6 – Общая информация по обучающей выборке 

 

5. Рассмотрим, каким образом упорядочены данные в train_df по 

временной оси (по published). Для этого используем код (рис. 6.7). Данные 

упорядочены по полю published (рис. 6.8). 

 
Рисунок 6.7 – Код для анализа отдельного поля published 
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Рисунок 6.8 – График, построенный по ряду published 

 

6. Продолжим анализировать набор данных и определим, 

существует ли корреляция между отдельными признаками. Для этого 

воспользуемся методом pandas.DataFrame.corr(). Вызвав реализацию функции 

по умолчанию train_df.corr(), получим коэффициенты корреляции. 

 
Рисунок 6.8 – Матрица корреляции для признаков train_df 

 

По данной матрице необходимо определить коррелирующие рпизнаки 

(с коэффициентом корреляции больше 0.9). Искать такие значения по 
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представленной матрице – достаточно сложная задача, которая повлечет 

ошибки, поэтому представим матрицу корреляции в удобном для анализа 

виде: 

 
Рисунок 6.9 – Матрица корреляции для признаков train_df 

 

Таким образом устанавливаем, что признаки набора данных 

независимы. 

 

7. Проведем еще одно исследование: определим как распределены 

публикации по годам (рис. 6.10). 

 
Рисунок 6.10 – Код для построения графика распределения публикаций по 

годам 
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Для более наглядного представления о распределении по годам 

построим график: 

 
Рисунок 6.11 – График распределения публикаций по годам 

 

8. Первичное исследование набора данных завершено. Перейдем 

непосредственно к построению модели обучения. Разделим исходный набор 

данных на тренировочную и тестовую подвыборки, а также отберем признаки, 

которые будут использоваться в процессе обучения. 

 
Рисунок 6.12 – Код для подготовки подвыборок 

 

9. Для анализа контента (содержимого файлов howpop_*.jsonlines) 

тспользуем TfidfVectorizer из пакета sklearn. TF-IDF (от англ. TF – term 

frequency, IDF – inverse document frequency) – статистическая мера, 

используемая для оценки важности слова в контексте документа, являющегося 

частью коллекции документов или корпуса. Вес некоторого слова 
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пропорционален количеству употребления этого слова в документе, и обратно 

пропорционален частоте употребления слова в других документах коллекции. 

TfidfVectorizer преобразует тексты в матрицу TF-IDF признаков. 

Основные параметры TfidfVectorizer в sklearn: 

– min_df – при построении словаря слова, которые встречаются реже, 

чем указанное значение, игнорируются; 

– max_df – при построении словаря слова, которые встречаются чаще, 

чем указанное значение, игнорируются; 

– analyzer – определяет, строятся ли признаки по словам или по 

символам (буквам); 

– ngram_range – определяет, формируются ли признаки только из 

отдельных слов или из нескольких слов (в случае с analyzer='char' задает 

количество символов). Например, если указать analyzer='word' и 

ngram_range=(1,3),то признаки будут формироваться из отдельных слов, из 

пар слов и из троек слов; 

– stop_words – слова, которые игнорируются при построении матрицы. 

Создадим объект TfidfVectorizer и обучим его на данных: 

 
Рисунок 6.13 – Создание TfidfVectorizer 
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Получили три словаря и три матрицы TF-IDF. Для доступа к словарям 

можно обратиться к полю vocabulary_ объекта TfidfVectorizer. К этому 

времени объект должен быть обучен – должен быть вызван метод 

fit_transform(). 

 
Рисунок 6.14 – Формат словаря TfidfVectorizer 

 

Данные в словаре хранятся в формате {'термин': индекс признака,...}. 

 

10. Построим TF-IDF-матрицы для этих же признаков, но с 

использованием параметра analyzer='char' (рис. 6.15). 
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Рисунок 6.15 – Построение TfidfVectorizer с параметром analyzer='char' 

 

11. Для обработки остальных признаков будем использовать 

DictVectorizer из sklearn. Признаки ['author', 'flow', 'domain'] имеют 

категориальную природу, для них TfidfVectorizer неприменим. 

 
Рисунок 6.16 – Построение DictVectorizer для категориальных признаков 

 

12. Выполним объединение полученных матриц: 

 
Рисунок 6.17 – Объединение IDF-матриц  

 

Следует обратить внимание, что операция объединения допустима над 

полученными матрицами (поясните почему). 
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13. Для обучения выбрана линейная модель регрессии с L2-

регуляризацией. 

 
Рисунок 6.18 – Обучение модели с параметром регуляризации alpha=0.1  

 

14. Выполним обучение еще одной модели и проверим ошибки: 

 
Рисунок 6.19 – Обучение модели с параметром регуляризации alpha=1 

 

 

 

15.  
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Важные замечания 

1. При выборе набора данных (data set) на ресурсах [3, 4] необходимо 

согласовать свой выбор с другими студентами группы и преподавателем с 

целью недопустимости выбора одинаковых вариантов. 

2. В рамках данного лабораторного курса рекомендуется использовать 

инструментарий Python (библиотеки, среду разработки) для решения 

поставленных задач. 

 

Индивидуальное задание 

1. Студент самостоятельно выбирает набор данных на ресурсах [3, 4] для 

построения классификатора с использованием метода логической 

классификации и согласует свой выбор с преподавателем. 

2. Выполните построение модели классификации на основе дерева 

классификации. В ходе решения задачи необходимо решить следующие 

подзадачи: 

2.1 Построение логического классификатора с заданием max_depth 

(максимальной глубины) и max_features (максимального количества 

признаков) пользователем (установить любые); визуализация дерева решений 

для выбранных исследователем параметров (в формате .png) 

2.2 Вычисление оценки cross validation (MSE) для различнх значений 

max_depth (построить график зависимости); 

2.3 Вычисление оценки cross validation (MSE) для различнх значений 

max_features (построить график зависимости); 

2.4 Вычислите оптимальные значения max_depth и max_features. 

Обоснуйте свой выбор. Продемонстрируйте использование полученного 

классификатора.  

2.5 Выведите дерево в формате .png; 

2.6 Выведите решающие границы полученной модели. 
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Содержание отчета и его форма 

Отчет по лабораторной работе должен содержать: 

1. Номер и название лабораторной работы; задачи лабораторной работы. 

2. Реализация каждого пункта подраздела «Индивидуальное задание» с 

приведением исходного кода программы, диаграмм и графиков для 

визуализации данных. 

3. Ответы на контрольные вопросы. 

4. Экранные формы (консольный вывод) и листинг программного кода с 

комментариями, показывающие порядок выполнения лабораторной работы, и 

результаты, полученные в ходе её выполнения. 

Отчет о выполнении лабораторной работы подписывается студентом и 

сдается преподавателю. 

 

Контрольные вопросы 

1. Какие методы классификации являются линейными? 

2. Укажите основные параметры линеймой модели классификации. 

3. Поясните назначение и принципы реализации методов 

стахостического градиента. 

4. В чем заключается главная идея метода опорных векторов? 

5. Что такое «линейно разделимая выборка»? 

6. Поясните назначение ядер и спрямляющих пространств в алгоритмах 

линейной классификации. 

 

Список литературы 

Для выполнения лабораторной работы, при подготовке к защите, а также 

для ответа на контрольные вопросы рекомендуется использовать следующие 

источники: [1–5].  

  



71 

ЛАБОРАТОРНАЯ РАБОТА 6. ОСНОВЫ ИСПОЛЬЗОВАНИЯ 

БИБЛИОТЕКИ PYTORCH 

 

Цели и задачи 

 

Цель лабораторной работы: изучение возможностей библиотеки 

PyTorch. 

Основные задачи: 

– исследование возможностей библиотеки PyTorch; 

– получение навыков по применению арифметических, матричных 

операций над тензорами; 

– получение навыков по автоматическому дифференцированию с 

использованием нейросетевых фреймворков. 

 

Теоретическое обоснование 

 

Основные сведения о нейросетевых фреймворках 

В данной работе рассмотриваются основы фреймворка глубокого 

обучения PyTorch. 

Когда необходимо написать искусственную нейронную сеть, 

решающую определённую задачу, будь то какая-нибудь простая 

классификация чего-либо или обнаружение лиц людей на видео. Всё, конечно, 

всегда начинается со сбора данных, а уже потом реализуются модели и 

проводятся эксперименты. 

Однако специалисты быстро поняли, что писать свои нейронные сети 

каждый раз с нуля долго и трудозатратно, поэтому придумали так называемые 

фреймворки – модули, в которых есть функционал, с помощью которого 

можно быстро и просто решать типовые задачи, и уже с помощью этих средств 

писать решения к более сложным задачам. 
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Существует большое количество фремворков глубокого обучения. 

Разница между ними прежде всего в том, каков общий принцип вычислений. 

Например, в Caffe и Caffe2 вы пишете код, по сути, составляя его из готовых 

«кусочков», как в Lego, в TensorFlow и Theano вы сначала объявляете 

вычислительный граф, потом компилируете его и запускаете (sees.run()), в то 

время как в Torch и PyTorch вы пишете почти точно так же, как на NumPy, а 

граф вычислений создаётся только при запуске (то есть существует только во 

время выполнения, потом он «разрушается»). Keras позволяет как строить 

блоки, так и компилировать свой граф: 

 
Рисунок 6.1 – Схема блочной компановки нейронных сетей в различных 

нейросетевых фреймворках 

 

Синтаксис PyTorch 

Особенности PyTorch: 

– динамический граф вычислений; 

– удобные модули torch.nn и torchvision для написания нейросеток с 

минимальными усилиями; 

– в некоторых задачах даже быстрее TensorFlow (но не во всех); 

– легко проводить вычисления на GPU. 

Для использования PyTorch необходимо импортировать модуль: 

import torch 

Рассмотрим, как в PyTorch выполняются операции с векторами. 

Тензором называется многомерный вектор, то есть есть: 
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x = np.array([1,2,3]) - вектор = тензор размерности 1 (то есть (1,)) 

y = np.array([[1, 2, 3], [4, 5, 6]]) - матрица = тензор размерности 2 (в 

данном случае тензор (2, 3)) 

z = np.array([[[1, 2, 3], [4, 5, 6], [7, 8, 9]], 

[[1, 2, 3], [4, 5, 6], [7, 8, 9]], 

[[1, 2, 3], [4, 5, 6], [7, 8, 9]]]) - "кубик" (3, 3, 3) = тензор размерности 3 (в 

данном случае (3, 3, 3)) 

Простейшим примером 3-мерного тензора является картинка – это 

«параллелепипед» из чисел, у коготорого три размерности – высота, ширина и 

количество каналов, значит это тензор размерности 3. Понятие тензора нужно 

понимать потому, что в PyTorch мы оперируем переменными типа torch.Tensor 

(FloatTensor, IntTensor, ByteTensor). 

Типы тензоров в PyTorch: 

 

Рассмотрим простейшие операции создания, манипулирования 

тензорами: 

Создание тензора: 
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Следует обратить внимание, что при создании тензора через указание 

размерности, он запоняется неопределенными значениями. Для заполнения 

тензора нулями необходимо вызватьметод zero_( ): 
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Изменение размера тензора (аналог np.reshape( )). Метод torch.view() 

создаёт новый тензор, а не изменяет старый. 

 

 

 

В библиотеки реализованы возможности по смене типа тензора: 

 

Следует учитывать, что при .type_as() создаётся новый тензор (старый 

не меняется), то есть это не in-place операция. 

Индексация в PyTorch аналогична NumPy: 
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Арифметика и булевы операции работаю также, как и в NumPy, но 

лучше использовать не опреаторы +, -, *, /, а их аналоги 

 

 

Вместо представленного выше кода лучше использовать: 

 

В PyTorch реализованы матричные операции: 
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Транспонирование матриц (тензора): 

 

Скалярное произведение векторов: 

 

Матричное умножение: 
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Все вычисления в PyTorch можно проводить как на CPU, так и на GPU 

(Graphical Processing Unit) (если она у вас есть). В PyTorch переключение 

между ними делается очень просто, что является одной из ключевых его 

особенностей. 

 

 

Перемещаем тензор на GPU: 

 

В PyTorch на основе библилтеки autograd реализован механизм 

вычисления градиентов вычислительного графа. 

Autograd расшифровывается как Automatic Gradients (автоматическое 

взятие градиентов) – собственно, из названия понятно, что это модуль PyTorch, 

отвечающий за взятие производных. PyTorch (и любой фреймворк глубокого 

обучения) может продифференцировать функцию практически любой 

сложности. 

Импортируем нужный класс: 
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Идея такая: оборачиваем тензор в класс Variable(), получаем тоже 

тензор, но он имеет способность вычислять себе градиенты. Если а – тензор, 

обёрнутый в Variable(), то при вызове a.backward() берутся градиенты по всем 

переменным, от которых зависит тензор a. 

Если вы используете версию pytorch 0.4.0 или более новую, то 

torch.Tensor и torch.Variable – одно и то же. То есть Вам больше не нужно 

оборачивать в Variable(), чтобы брать градиенты – они берутся и по Tensor() 

(torch.Variable() – deprecated). 

Пример вычисления градиентов: 
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Градиенты лежат в поле .grad у тех тензоров (Variable’ов), по которым 

брали эти градиенты. Градиенты не лежат в той Variable, от котороый они 

брались. 

Получить тензор из Variable() можно с помощью поля .data: 

 

 

Оборудование и материалы 

Для выполнения лабораторной работы рекомендуется использовать 

персональный компьютер со следующими программными средствами 

разработки (выбрать один или несколько програмных продуктов для 

практической реализации задач лабораторной работы): интерпретатор Python 

(Anaconda), библиотека PyTorch. 

 

Указания по технике безопасности 

Студенты должны следовать общепринятой технике безопасности для 

пользователей персональных компьютеров. Не следует самостоятельно 

производить ремонт технических средств, установку и удаление 

программного обеспечения. В случае обнаружения неисправностей 

необходимо сообщить об этом администратору компьютерного класса 

(обслуживающему персоналу лаборатории). 

 

Методика и порядок выполнения работы 

Учебные задачи 

Задача 1. Простейшие операции над тензорами: 
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1. Создайте два вещественных тензора: a размером (3, 4) и b размером 

(12,) 

2 Создайте тензор c, являющийся тензором b, но размера (2, 2, 3) 

3. Выведите первый столбец матрицы a с помощью индексации 

Задача 2. Арифметические операции над тензорами 

1. Создайте два вещественных тензора: a размером (5, 2) и b размером 

(1,10). 

2. Создайте тензор c, являющийся тензором b, но размера (5, 2). 

3. Произведите все арифметические операции с тензорами a и c. 

Задача 3. Функции сравнения, агрегации 

Создайте тензор a размерности (100, 780, 780, 3) (можно 

интерпретировать это как 100 картинок размера 780х780 с тремя цветовыми 

каналами) и выведите первый элемент этого тензора как картинку (с помощью 

matplotlib.pyplot). 

Выведите среднее элементов по 1-ой оси (по сути - средняя картинка по 

всем картинкам) и по 4-ой оси (по сути - усреднение каналов для каждой 

картинки). 

Задача 4. Реализация функции прямого распространения 

Напишите функцию forward_pass(X, w) (𝑤0 входит в 𝑤) для одного 

нейрона (с сигмоидой) с помощью PyTorch (предварительно целесообразно 

написать эту функцию на NumPy). 

 

Задача 5 

1. Объявите тензор a размера (2, 3, 4) и тензор b размера (1, 8, 3), 

иницилизируйте их случайно равномерно (.uniform_(), как в примере выше). 

2. Создайте их копии на GPU, выведите их сумму и разность. 

3. Затем измените форму тензора b, чтобы она совпадала с формой 

тензора a, получите тензор c. 

4. Переместите c на CPU, переместите a на CPU. Оберните их в Variable() 
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5. Объявите тензор L = torch.mean((c-a)**2) и посчитайте градиент L по 

c (то есть ∂𝐿/∂𝑐) 

6. Получите тензор из c (то есть сейчас c – объект типа Variable(), вам 

нужно получить из него FloatTensor()) 

 

Индивидуальное задание 

1. Подберите набор данных на ресурсах [5-7] и согласуйте свой выбор с 

преподавателем. Студент может предложить набор данных в соответствии с 

тематикой магистерского исследования. 

2. Решите задачу машинного обучения с выбранным набором данных с 

использованием библиотеки PyTorch. 

 

Содержание отчета и его форма 

Отчет по лабораторной работе должен содержать: 

1. Номер и название лабораторной работы; задачи лабораторной работы. 

2. Реализация каждого пункта подраздела «Индивидуальное задание» с 

приведением исходного кода программы, диаграмм и графиков для 

визуализации данных. 

3. Ответы на контрольные вопросы. 

4. Экранные формы (консольный вывод) и листинг программного кода с 

комментариями, показывающие порядок выполнения лабораторной работы, и 

результаты, полученные в ходе её выполнения. 

Отчет о выполнении лабораторной работы подписывается студентом и 

сдается преподавателю. 

 

Контрольные вопросы 

1. Опишите основы библиотеки PyTorch. 

2. Что такое тензор? 

3. Перечислите основные арифметические операции над тензорами и 

методы PyTorch – их аналоги. 
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4. Перечислите основные матричные операции над тензорами PyTorch. 

5. Опишите возможности библиотеки PyTorch по вычислению 

производных. Приведите пример вычисления градиентов для простейшего 

вычислительного графа. 

 

Список литературы 

Для выполнения лабораторной работы, при подготовке к защите, а также 

для ответа на контрольные вопросы рекомендуется использовать следующие 

источники: [1–5]. 
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ЛАБОРАТОРНАЯ РАБОТА 7. РАЗРАБОТКА НЕЙРОНА НА 

PYTORCH 

 

Цели и задачи 

 

Цель лабораторной работы: изучение возможностей бмблиотеки 

PyTorch. 

Основные задачи: 

– разработка нейрона с использованием PyTorch; 

– получение навыков использования различных функций потерь; 

– исследование работы простейшего нейрона на различных наборах 

данных. 

 

Теоретическое обоснование 

Определим важнейшие аспекты, которые играют принципиальную роль 

в построении любой нейронной сети (все их исследователь задает явно): 

– непосредственно, сама архитектура нейросети (сюда входят типы 

функций активации у каждого нейрона); 

– начальная инициализация весов каждого слоя; 

– метод оптимизации нейросети (сюда ещё входит метод изменения 

learning_rate); 

– размер батчей (batch_size); 

– количество итераций обучения (num_epochs); 

– функция потерь (loss); 

– тип регуляризации нейросети (для каждого слоя можно свой). 

Кроме вышеуказанных аспектов, важное значение приобретают 

факторы, связанные с самой задачей и данными: 

– качество выборки (непротиворечивость, чистота, корректность 

постановки задачи); 

– размер выборки. 
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Пример построения классификатора с использованием одного нейрона 

(в задаче используется набор данных «Яблоки и груши»): 

 

 

 

 

В модуле torch.nn лежат все необходимые вещи для конструирования 

нейронок, а в модуле torch.optim лежат все необходимые вещи для выбора 

метода оптимизации нейросети: 

 

Есть два пути объявления нейросетей в PyTorch: 

– функциональный (Functional); 

– последовательный (Sequential). 
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Рассмотрим второй путь (он чуть более user-friendly), к первому потом 

ещё вернёмся, и построим таким способом один нейрон (точно такой же, 

который мы реализовывали раньше с помощью Numpy): 

 

Пока что мы просто создали объект класса Sequential, который состоит 

из одного линейного слоя размерности (num_features, 1) и последующего 

применения сигмоиды. Но уже сейчас его можно применить к объекту 

(тензору), просто веса в начале инициализирутся случайно и при forward_pass 

мы получим какой-то ответ пока что необученного нейрона: 

 

Реализуем предсказание сиспользованием необученного нейрона: 
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Как и ожидалось, ничего полезного. Давайте научим нейрон отличать 

груши от яблок по их симметричности и желтизне. Обернём данные в 

torch.Tensor, а тензоры в torch.Variable, чтобы можно было вычислять 

градиенты по весам: 

 

Код обучения одного нейрона на PyTorch: 
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После обучения можно выполнить предсказание: 

 

 

 

Оборудование и материалы 

Для выполнения лабораторной работы рекомендуется использовать 

персональный компьютер со следующими программными средствами 

разработки (выбрать один или несколько програмных продуктов для 

практической реализации задач лабораторной работы): MS Visual Studio 2013 

и выше; среда разработки Java, интерпретатор Python (Anaconda). 
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Указания по технике безопасности 

Студенты должны следовать общепринятой технике безопасности для 

пользователей персональных компьютеров. Не следует самостоятельно 

производить ремонт технических средств, установку и удаление 

программного обеспечения. В случае обнаружения неисправностей 

необходимо сообщить об этом администратору компьютерного класса 

(обслуживающему персоналу лаборатории). 

 

Методика и порядок выполнения работы 

Учебная задача 

В разделе «Теоретическое обоснование» получен нейрон с 

неоптимальным качеством классификации. Добейтесь идеального качества 

(или очень близкого к идеальному), путём изменения learning_rate и 

количества итераций (возможно, ещё функции потерь и функции активации). 

Используйте функцию потерь torch.nn.NLLLoss() (== LogLoss) или 

torch.nn.CrossEntropy(), сделайте вывод о работе нейрона. 

 

Индивидуальное задание 

Протестируйте эффективность разработанной ИНС на основе одного 

нейрона на более сложном наборе данных (т.н. игрушка дьявола): 
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Было получено следующее качество классификации: 

 

Используя все доступные способы улучшения качества нейросетевой 

модели, получите более оптимального качества (при этом архитектуру менять 

нельзя). 

 

Содержание отчета и его форма 

Отчет по лабораторной работе должен содержать: 

1. Номер и название лабораторной работы; задачи лабораторной работы. 



91 

2. Реализация каждого пункта подраздела «Индивидуальное задание» с 

приведением исходного кода программы, диаграмм и графиков для 

визуализации данных. 

3. Ответы на контрольные вопросы. 

4. Экранные формы (консольный вывод) и листинг программного кода с 

комментариями, показывающие порядок выполнения лабораторной работы, и 

результаты, полученные в ходе её выполнения. 

Отчет о выполнении лабораторной работы подписывается студентом и 

сдается преподавателю. 

 

Контрольные вопросы 

1. Какие аспекты работы с нейросетевыми моделями влияют на качество 

нейросетевых моделей, но не зависят от свойств набора данных? 

2. Какие аспекты работы с нейросетевыми моделями влияют на качество 

нейросетевых моделей и зависят от свойств набора данных? 

3. Какие стратегии определения нейронной сети существуют в PyTorch? 

4. Какой код лучше использовать при загрузке данных из csv-файла? 

а) dataset = read_csv(“data.csv”) 

б) dataset = import(“data.csv”) 

в) dataset = read.csv(“data.csv”) 

г) dataset = import.csv(“data.csv”) 

д) dataset = read_xls(“data.csv”) 

 

Список литературы 

 

Для выполнения лабораторной работы, при подготовке к защите, а также 

для ответа на контрольные вопросы рекомендуется использовать следующие 

источники: [1, 2, 5-7]. 
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ЛАБОРАТОРНАЯ РАБОТА 8. АРХИТЕКТУРА 

МНОГОСЛОЙНОГО ПЕРСЕПТРОНА 

 

Цели и задачи 

Цель лабораторной работы: реализация нейронной сети типа 

многослойный персептрон. 

Основные задачи: 

– реализовать многослойный персептрон средствами библиотеки 

PyTorch; 

– получение навыков по обучению многослойного персептрона; 

– исследование влияния различных гиперпарамтетров на обучение 

многослойного персептрона. 

 

Теоретическое обоснование 

Как можно понять из названия, многослойная нейросеть состоит из 

нескольких слоёв. Каждый слой состоит из нейронов. Ранее мы уже писали 

свой нейрон, вот из таких нейронов и состоит MLP (Multi-Layer Perceptron). 

Ещё такую многослойную нейросеть, у которой каждый нейрон на 

предыдущем уровне соединён с нейроном на следующем уровне, называют 

Fully-Connected-сетью (или Dense-сетью). 

Расмотрим их устройство более подробно: 

Вот так выглядит двухслойная нейросеть (первый слой – input layer – не 

считается, потому что это, по сути, не слой): 

 

Так выглядит трёхслойная нейросеть: 
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Пример границ классификации при использовании MLP различной 

глубины показан на рисунке: 

 

Обратите внимание: связи есть у нейронов со слоя 𝐿𝑖−1 и нейронов 𝐿𝑖, но 

между нейронами в одном слое связей нет. Входной слой – это данные 

(матрица (𝑛,𝑚)). Слои, которые не являются входными или выходными, 

называются скрытыми слоями (hidden layers). 

При решении задачи регрессии на выходном слое обычно один нейрон, 

который возвращает предсказанные числа (для каждого объекта по числу). 

В случае задачи классификации на выходном слое обычно один нейрон, 

если задача бинарной классификации, и 𝐾 нейронов, если задача 𝐾-класовой 

классификации. 

Forward pass в MLP (прямое распространение сигнала в MLP) 

Каждый слой многослойной нейросети – это матрица весов, строки 

которой – это нейроны (одна строка – один нейрон), а столбцы – веса каждого 

нейрона (то есть одна строка – это веса одного нейрона). 

Допустим, мы решаем задачу 𝐾-классовой классификации (на 

последнем слое 𝐾 нейронов). Рассмотрим, как в таком случае выглядит 

forward_pass нейросети: 

Вход – это матрица (𝑁,𝑀). 
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𝑋 = [

𝑥11 ⋯ 𝑥1𝑀
⋮ ⋱ ⋮

𝑥𝑁1 ⋯ 𝑥𝑁𝑀
] 

Структура сети – это множество слоёв, в слоях много нейронов. Первый 

слой (после входного) выглядит так (матрица (𝑀,𝐿1)): 

𝑊1 = [

𝑤11 ⋯ 𝑤𝑀𝐿1

⋮ ⋱ ⋮
𝑤𝑀1 ⋯ 𝑤𝑀𝐿1

] 

То есть это в точности 𝐿1 нейронов, каждый имеет свои собственные 

веса, их 𝑀 штук. 

Следует понимать, что нейрон – это линейное преобразование и потом 

нелинейная функция активации от этого преобразования. Однако в 

многослойных нейростеях часто отделяют Linear часть и Activation, то есть 

слоем считаем набор весов нейронов, а следующий слой всегда функция 

активации (у всех нейронов из слоя она одна и та же, обычно фреймворки не 

позволяют задавать конкретному нейрону в слое отличную от других 

нейронов в этом слое функцию активации, однако это легко сделать, объявив 

слой из одного нейрона). 

Другие слои выглядит точно так же, как первый слой. Например, второй 

слой будет такой (матрица (𝐿1,𝐿2)): 

𝑊1 = [

𝑤11 ⋯ 𝑤1𝐿2

⋮ ⋱ ⋮
𝑤𝐿11 ⋯ 𝑤𝐿1𝐿2

] 

То есть это в точности 𝐿2 нейронов, каждый имеет свои собственные 

веса, их 𝐿1 штук. 

Выходной слой. Пусть в нейросети до выходного слоя идут 𝑡 слоёв. 

Тогда выходной слой имеет форму: 

𝑊𝑜𝑢𝑡 = [

𝑤11 ⋯ 𝑤1𝐾

⋮ ⋱ ⋮
𝑤𝐿𝑡1 ⋯ 𝑤𝐿𝑡𝐾

] 

То есть, выходной слой представляется матрицей (𝐿𝑡,𝐾), где 𝐿𝑡 – 

количество нейронов в 𝑡-ом слое, а 𝐾 – количество классов. 
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В итоге для forward_pass нам нужно просто последовтельно 

перемножить матрицы друг за другом, применяя после каждого умножения 

соответсвующую функцию активации. 

Примечание: можно думать об умножении на очередную матрицу весов 

как на переход в новое признаковое пространство. Действительно, когда 

подаём матрицу 𝑋 и умножаем на матрицу первого слоя, мы получаем матрицу 

размера (𝑁,𝐿1), то есть как будто 𝐿1 «новых» признаков (построенных как 

линейная комбинация старых до применения функции активации, и уже как 

нелинейная комбинация после активации). 

 

Backward pass в MLP (обратное распространение) 

Обучается с помощью метода «Error Backpropagation» (Обратное 

распространение ошибки), принцип распространения очень похож на то, как 

мы обучали один нейрон – это градиентный спуск, но по «всей нейросети» 

сразу. 

Backpropagation работает корректно благодаря chain rule (по правилу 

взятия производной сложной функции): 

 

Оборудование и материалы 

Для выполнения лабораторной работы рекомендуется использовать 

персональный компьютер со следующими программными средствами 

разработки (выбрать один или несколько програмных продуктов для 

практической реализации задач лабораторной работы): MS Visual Studio 2015 

и выше; среда разработки Java, интерпретатор Python (Anaconda) с 

библиотеками matplotlib, seaborn, numpy, PyTorch. 

 

Указания по технике безопасности 

Студенты должны следовать общепринятой технике безопасности для 

пользователей персональных компьютеров. Не следует самостоятельно 

производить ремонт технических средств, установку и удаление 



96 

программного обеспечения. В случае обнаружения неисправностей 

необходимо сообщить об этом администратору компьютерного класса 

(обслуживающему персоналу лаборатории). 

 

Методика и порядок выполнения работы 

Перед выполнением индивидуального задания рекомендуется 

выполнить все пункты учебной задачи. 

Учебная задача 

Требуется спроектировать и обучить нейронную сеть на основе 

архитектуры MLP для решения задачи классификации на наборе данных 

«игрушка дьявола». 

Пример реализации нейронной сети на языке Pyhon: 

 

 

Считаем градиенты: 

 

Процесс обучения MLP: 
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Несмотря на то, что это задача 3-х классовой классификации и столбец  

𝑦 нужно по-хорошему кодировать посредством OneHotEncoding, в данном 

случае использовали просто столбец из 0, 1 и 2 и всё отработало. Вывод – 

PyTorch сам делает OneHot в таком случае. 

Проверяем, насколько хороша наша сеть из 100 нейронов: 
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Результат классификации с использованием MLP: 

 

 

Индивидуальное задание 

1. На основе учебной задачи разработайте нейронную сеть архитектуры 

MLP, но выполняющую классификацию более эффективно. 

2. После выпонения задания 1 оцените эффективностьспроектированной 

эффективной ИНС на наборе данных, выбранном в соответствии с тематикой 

магистерского исследования. 

 

Содержание отчета и его форма 

Отчет по лабораторной работе должен содержать: 

1. Номер и название лабораторной работы; задачи лабораторной работы. 
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2. Реализация каждого пункта подраздела «Индивидуальное задание» с 

приведением исходного кода программы, диаграмм и графиков для 

визуализации данных. 

3. Ответы на контрольные вопросы. 

4. Экранные формы (консольный вывод) и листинг программного кода с 

комментариями, показывающие порядок выполнения лабораторной работы, и 

результаты, полученные в ходе её выполнения. 

Отчет о выполнении лабораторной работы подписывается студентом и 

сдается преподавателю. 

 

Контрольные вопросы 

1. Какие аспекты работы с нейросетевыми моделями влияют на качество 

нейросетевых моделей, но не зависят от свойств набора данных? 

2. Какие аспекты работы с нейросетевыми моделями влияют на качество 

нейросетевых моделей и зависят от свойств набора данных? 

3. Какие стратегии определения нейронной сети существуют в PyTorch? 

4. Что такое прямое и обратное распространение в нейронных сетях? 

5. Опишите архитектуру MLP. 

6. Почему нельзя повышать качество модели бесконечно увеличивая 

количество слоев в MLP? 

 

Список литературы 

Для выполнения лабораторной работы, при подготовке к защите, а также 

для ответа на контрольные вопросы рекомендуется использовать следующие 

источники: [1, 2, 5-7]. 
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ЛАБОРАТОРНАЯ РАБОТА 9. ИСПОЛЬЗОВАНИЕ 

МНОГОСЛОЙНОГО ПЕРСЕПТРОНА В ЗАДАЧЕ КЛАССИФИКАЦИИ 

 

Цели и задачи 

Цель лабораторной работы: получение навыков по применению MLP 

взадачах классификации. 

Основные задачи: 

– получение навыков предварительной обработки данных для нейроных 

сетей; 

– получение навыков обучения и анализа эффективности процесса 

обучения нейросетевой модели; 

– получение навыков участия в соревнованиях Kaggle. 

 

Теоретическое обоснование 

В данной работе используется набор данных Fashion MNIST (выборки 

данных скачиваются с Kaggle по ссылке: 

https://www.kaggle.com/zalando-research/fashionmnist 

  
Экземпляры набора данных  

MNIST 

Экземпляры набора данных  

Fashion MNIST 

 

Выше изображены примеры того, с чем мы будем работать – чёрно-

белые изображения одежды. Слева более классический датасет – MNIST, он 

же датасет рукописных цифр. В данной работе рассматривается проблема 

https://www.kaggle.com/zalando-research/fashionmnist
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распознавания одежды (очевидно, что распознавание рукописных цифр также 

можно будет реализовать с рассматриваемой нейросетевой меоделью). 

Основная информация о структуре изображений 

Как и вся информация, изображения представляются в компьютере 

числами. Стандартное цветовое пространство, с помощью которого 

декодируют и отрисовывают изображение – это RGB (Red, Green и Blue). 

Каждая комбинация трёх чисел от 0 до 255 задаёт какой-то цвет. Например, 

(255,255,255) задаёт белый цвет, (255,0,0) – красный. Также происходит и при 

загрузке картинок в Python, давайте посмотрим напрмиере: 

Загрузим произвольную цветную картинку с помощью matplotlib: 

 

Проанализируем тип и размеры объекта: 
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То есть это какая матрица, а точнее тензор (потому что есть третья 

размерность), у которого 100 строк, 131 столбец и 4 канала. Можно 

представлять это себе как 4 наложенных друг на друга матрицы, каждая из 

которых отвечает за один цвет – R, G и B. Внутри всех этих матриц лежат 

числа типа float32, то есть вещественные. Тут стоит сказать, что это просто 

тонкости загрузки в matplotlib – на самом деле это матрицы из целых числе от 

0 до 255 (включительно). 

Но ведь каналов 4, а не 3? Да, четвёртый канал в данном случае – это 

альфа-канал, у .png картинок он обычно присутствует. Попробуем загрузить 

.jpg картинку: 

 

Теперь 3 канала – это три матрицы 609 на 800, каждая из которых 

отвечает за один цвет. Отрисуем две загруженные картинки с помощью 

matplotlib: 
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В данном случае пиксель – это кортеж (упорядоченная 

последовательность чисел), состоящий из трёх чисел (как в примере раньше, 

например, (255,0,0) – полностью красный пиксель). 

Итак, изображения – это матрицы, состоящие из чисел, которые 

характеризуют насышенность данного пикселя определённым цветом цветом. 

Аналогично и с чёрно-белыми изображениями – это просто матрица с 

одним каналом (то есть пксель – это просто число), например, 28 на 28, каждое 

число которой от 0 до 255 характеризует яркость пикселя (насыщенность 

белым). Например, 255 – это полностью белый пиксель, 0 – полностью чёрный.  

 

Оборудование и материалы 

Для выполнения лабораторной работы рекомендуется использовать 

персональный компьютер со следующими программными средствами 

разработки (выбрать один или несколько програмных продуктов для 

практической реализации задач лабораторной работы): интерпретатор Python 

(Anaconda), библиотеки NumPy, Pandas, PyTorch. 
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Указания по технике безопасности 

Студенты должны следовать общепринятой технике безопасности для 

пользователей персональных компьютеров. Не следует самостоятельно 

производить ремонт технических средств, установку и удаление 

программного обеспечения. В случае обнаружения неисправностей 

необходимо сообщить об этом администратору компьютерного класса 

(обслуживающему персоналу лаборатории). 

 

Методика и порядок выполнения работы 

Перед выполнением индивидуального задания рекомендуется 

выполнить все пункты учебной задачи. 

Учебная задача 

Задание. Реализовать MLP-классификатор на основе выборки Fashion 

MNIST. 

Решение. Будем работать с картинками одежды (чёрно-белыми, то есть 

цветовых каналов не 3, а 1). По входной картинке нужно предсказать тип 

одежды. Давайте посмотрим, что представляет собой датасет Fashion MNIST: 
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Проанализируем размеры обучающей и тестовой выборок: 

 

Каждая строчка соответствует одной картинке, а столбцы – это значения 

в пикселях этой кратинки. Первый столбец в train_df говорит о типе (классе) 

одежды (от 0 до 9). 

Самый первый столбец – label. Каждая картинка иметт класс от 0 до 9, 

расшифровка меток класса: 

 

Итак, мы имеем 60000 картинок, у каждой известна метка класса (то есть 

что это за одежда). Отделим X (признаковое описание объектов) и y (метки 

классов): 
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Следует обратить внимание, что изображения хранятся в строках 

текстового файла. На самом деле 784 пикселя – это 28*28, то есть это 

«развёрнутая в строку» чёрно-белая картинка 28 на 28 пикселей. 

Давайте убедимся в этом, отрисовав несколько (можете менять индекс и 

смотрть на отрисовку): 

 

Это изображение, относящееся к классу «пулловер». Просто если мы 

будем использовать изображения большего разрешения, нам понадобятся 

большие вычислительные мощности, поэтому пока что будем 

довольствоваться такими размерами. Мы убедились в том, что имеем 60000 

картинок с метками для обучения, картинки «развёрнуты» в строку. Зачем 
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разворачивать в строку? Потому что каждый пиксель в данном случае – это 

один признак, то есть всего 784 признака, и уже их мы будем взвешивать 

нашей нейросетью, то есть у одного нейрона на входном слое будет 784 веса 

(+ Bias, то есть 785 весов), на каждый пиксель по весу, и дальше уже будут 

второй слой, третий слой и так далее… 

Реализуем нейронную сеть на PyTorch. Сначала обернём данные в 

тензоры пайторча (может занять некоторое время): 

 

 

Нельзя непосредственно использовать LogLoss (основная функция 

потерь для задачи классификации). Необходимо преобразовать метки классов 

из целых чисел в OneHot-кодированные метки: 

 



108 

Видим, что метки перешли в вид «единица там, где номер класса, а 

остальные нули». Возьмём два слоя – входной и один скрытый (выходной 

обычно не считают, но он тоже есть): 

 

Следует обратить внимание: 

D_in – это входная размерность (784 признака-пикселя); 

D_out – выходная размерность (10 классов-типов одежды), то есть 10 

нейронов на выходном слое; 

H – количество нейронов в скрытом слое. 

Осталось выбрать Loss (функцию потерь) и метод оптимизации, с 

помощью которого мы будем считать градиенты и обновлять с помощью них 

обновлять веса. Loss мы выберем CrossEntropy, то есть кросс-энтропию, этот 

лосс почти всегда используется в задаче многоклассовой классификации, а 

метод оптимизации выберем обычный SGD (Stochastic Gradient Descent, 

стохастический градиентный спуск). 

Однако перед тем, как перейти к коду обучения нейросети, есть одна 

тонкость – батчи, а точнее мини-батчи. 

Мини-батчи – это небольшие (обычно размера 16, 32 или 64) 

«фрагменты» выборки, то есть мини-батч размера 64 – это 64 объекта из 

датасета. Обычно мини-батч называют просто батч (batch). 

Методы оптимиазции по типу стохастического градиентного спуска 

часто считаются не под одному объекту (в этом случае оптимизация будет 

очень нестабильная, «шумная»), а по нескольким – по батчу. То есть в 

обычном градиентном спуске будет сумма по всей выборке, в стохастическом 
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(чистом варианте) – по одному объекту, а «между ними» - мини-батч SGD, то 

есть подсчёт градиентов на небольшом кусочке данных. 

Одна итерация (iteration) алгоритма оптимизации – это проход по 

одному батчу. Одна эпоха (epoch) алгоритма оптимизации – это проход по 

всей выборке. То есть, например, если выборка размера 60000, а батч размера 

64, то одна эпоха занимает 60000 / 64 = 937,5 = 938 итераций. 

Напишем функцию, генерирующую батчи: 

 

Код обучения нейросети (обязателньо убедитесь, что понимаете, что 

делает каждая строчка – это необходимо для ваших дальнейших 

экспериментов): 

 

 

мы получили обученную нейросеть. Давайте измерим качество на 

обучающей выбоорке: 
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Очевидно, что сеть далеко не идеально решает задачу классификации – 

она предсказывает только 8 классов, а про некоторые просто «забывает». 

Теперь предскажем на тестовой и сохраним предсказания в файл. Это ни 

что иное, как baseline, который вам необходимо превзойти, чтобы выполнить 

индивидуальное задание. 
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Преобразуем OneHot'ы в числовые метки: 

 

Сохраним в датафрейм: 
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Сохранение результатов в файл: 

 

Выполните индивидуальное задание. 

 

Индивидуальное задание 

Необходимо добиться как можно лучшего качества в соревновании по 

классификации Fashion Dataset. Используйте знания, полученные на занятиях 

и те, которые вы найдёте в интернете. Если у вас получится, можете 

использовать и свёрточные нейросети, а не только полносвязные. Вам нужно 

как минимум побить baseline.  

Рекомендация: попробуйте поменять количество итераций, количество 

нейронов, количество слоёв, гиперпараметры сети (learning_rate, метод 

оптимизации вместо SGD можно взять другой). 

 

Содержание отчета и его форма 

Отчет по лабораторной работе должен содержать: 

1. Номер и название лабораторной работы; задачи лабораторной работы. 

2. Реализация каждого пункта подраздела «Индивидуальное задание» с 

приведением исходного кода программы, диаграмм и графиков для 

визуализации данных. 

3. Ответы на контрольные вопросы. 
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4. Экранные формы (консольный вывод) и листинг программного кода с 

комментариями, показывающие порядок выполнения лабораторной работы, и 

результаты, полученные в ходе её выполнения. 

Отчет о выполнении лабораторной работы подписывается студентом и 

сдается преподавателю. 

 

Контрольные вопросы 

1. Какие аспекты работы с нейросетевыми моделями влияют на качество 

нейросетевых моделей, но не зависят от свойств набора данных? 

2. Какие аспекты работы с нейросетевыми моделями влияют на качество 

нейросетевых моделей и зависят от свойств набора данных? 

3. Какие стратегии определения нейронной сети существуют в PyTorch? 

4. Что такое прямое и обратное распространение в нейронных сетях? 

5. Опишите архитектуру MLP. 

6. Почему нельзя повышать качество модели бесконечно увеличивая 

количество слоев в MLP? 

 

Список литературы 

Для выполнения лабораторной работы, при подготовке к защите, а также 

для ответа на контрольные вопросы рекомендуется использовать следующие 

источники: [1, 2, 5-7]. 
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ЛАБОРАТОРНАЯ РАБОТА 10. СВЕРТОЧНАЯ НЕЙРОННАЯ 

СЕТЬ 

 

Цели и задачи 

 

Цель лабораторной работы: получение практических навыков по 

реализации пайплайна для решения задачи машинного обучения с 

использованием сверточной нейросетевой модели. 

Основные задачи: 

– получение навыков по выбору архитектуры сверточной ИНС для 

решения задачи классификации изображений; 

– изучение принципов блочного построения сверточной нейронной сети 

с использованием фреймворка машинного обучения; 

– реализация всех стадий жизненного цикла сверточной нейронной сети: 

проетирование, обучение, тюнинг, аналих результатов и развертывание. 

 

Теоретическое обоснование 

Для проектирования и разработки нейронной сети в рамках данной 

работы будет использоваться нейросетевой фреймворк PyTorch. На 

современном этапе развития инструментальных средств машинного обучения 

исследователю на рынке доступны следующие варианты программных 

средств: 

1. TensorFlow. Фреймворк машинного обучения от компании Google 

(свободно распространяемое решение). TensorFlow предназначен для 

поддержки реализации всех стадий жизненного цикла нейросетевых моделей. 

TensorFlow представляет собой библиотеку крупномасштабного машинного 

обучения и численных расчетов. В качестве языка обращения к библиотеке 

используется Python, но само ядро библиотеки написано на C++. Библиотека 

позволяет проектировать, обучать и развертывать глубокие модели; именного 

deep learning является основным преимуществом TensorFlow. Библиотека 
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представляет модели в виде вычислительного графа. Узлы графа (тензоры) 

соответствуют обрабатываемым данным, а ребра графа – операциям над этими 

данными. Библиотека TensorFlow позволяет создавать модели глубокого 

обучения, которые могут быть развернуты на различных платформах: 

персональных компьютерах, смартфонах iOS и Android, CPU, GPU или TPU, 

облачные сервисы Google, Amazon или Microsoft. В настоящее время доступна 

версия библиотеки 2.0, которая сильно отличается от версий 1.x. 

2. PyTorch. Фреймворк машинного обучения от компании Facebook, 

разработанный для языка Python. PyTorch во многом схож с TensorFlow: 

простое аппаратное ускорение с использованием GPU; простая система 

прототипирования моделей глубокого обучения; множество стандартных 

блоков вычислений, слоев ИНС, содержащихся в составе библиотеки. PyTorch 

рекомендуется использовать для небольших проектов, которые необходимо 

запустить в качестве узкоспециализированного веб-сервиса, тогда как 

TensorFlow предпочтительнее при обучении больших моделей, которые 

требуют использования больших вычислительных мощностей в виде 

облачных сервисов и кластеров. 

TensorFlow и PyTorch – это наиболее популярные библиотеки в сфере 

машинного обучения. Работа с каждой из них возможна без непосредственной 

установки данных библиотек (что является достаточно трудоемким 

процессом): можно использовать бесплатный сервис Google Colab для 

обучения глубоких моделей. Но рассмотренные библиотеки не являются 

единственными на рынке. 

CNTK (Microsoft Cognitive Toolkit) – библиотека машинного обучения 

от Microsoft. Как и TensorFlow данный программный продукт использует граф 

для представления потока вычислений, но CNTK является более 

специализированной на моделях глубокого обучения. CNTK отличается более 

высокой скоростью выполнения операций в рамках манипулирования 

данными при обучении нейронных сетей и предлагает различные языки в 
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качестве клиентских (Python, C++, C#, Java). Основной недостаток CNTK – 

малое количество целевых платформ для развертывания. 

Apache MXNet – фреймворк машинного обучения, используемый 

компанией Amazon в качестве библиотеки машинного обучения в рамках 

облака AWS. Отличается высокой степенью масштабируемости по отдельным 

GPU и компьютерам. Поддерживает большое количество различных языков 

разработки: Python, C++, Scala, R, JavaScript, Julia, Perl, Go. При этом API 

MXNet считается менее дружественным чем TensorFlow. 

В рамках данной работы в качестве рабочего фреймворка рекомендуется 

использование PyTorch или TensorFlow. Основное преимущество TensorFlow 

– масштабируемость. При этом у PyTorch существует преимущество в виде 

удобного API и используемой идеи близости библиотеки к концепции языка 

Python (Python-like стиль). 

 

Оборудование и материалы 

Для выполнения лабораторной работы рекомендуется использовать 

персональный компьютер со следующими программными средствами 

разработки (выбрать один или несколько програмных продуктов для 

практической реализации задач лабораторной работы интерпретатор Python 

(Anaconda). 

 

Указания по технике безопасности 

Студенты должны следовать общепринятой технике безопасности для 

пользователей персональных компьютеров. Не следует самостоятельно 

производить ремонт технических средств, установку и удаление 

программного обеспечения. В случае обнаружения неисправностей 

необходимо сообщить об этом администратору компьютерного класса 

(обслуживающему персоналу лаборатории). 
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Методика и порядок выполнения работы 

 

Индивидуальное задание 

1. Подберите набор данных на ресурсах [5-7] и согласуйте свой выбор с 

преподавателем. Студент может предложить набор данных в соответствии с 

тематикой магистерского исследования. 

2. Реализуйте проектирование сверточной нейронной сети. 

3. Реализуйте обучение сверточной нейронной сети на выбранном 

наборе данных. 

3. Оцените результаты обучения, оцените характер изменения функции 

потерь и градиентов. 

 

Содержание отчета и его форма 

Отчет по лабораторной работе должен содержать: 

1. Номер и название лабораторной работы; задачи лабораторной работы. 

2. Реализация каждого пункта подраздела «Индивидуальное задание» с 

приведением исходного кода программы, диаграмм и графиков для 

визуализации данных. 

3. Ответы на контрольные вопросы. 

4. Экранные формы (консольный вывод) и листинг программного кода с 

комментариями, показывающие порядок выполнения лабораторной работы, и 

результаты, полученные в ходе её выполнения. 

Отчет о выполнении лабораторной работы подписывается студентом и 

сдается преподавателю. 

 

Контрольные вопросы 
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Список литературы 

Для выполнения лабораторной работы, при подготовке к защите, а также 

для ответа на контрольные вопросы рекомендуется использовать следующие 

источники: [1, 2, 5-7]. 
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ЗАКЛЮЧЕНИЕ 

 

Учебное пособие (лабораторный практикум) по дисциплине 

«Нейронные сети и машинное обучение» для студентов направления 09.04.02 

«Информационные системы и технологии». Пособие охватывает 

теоретические аспекты построения информационных систем на основе 

методов искусственного интеллекта, а также предлагает студентам 

практические рекомендации по разработке систем на основе мтеодов 

искусственного интеллекта. Основное внимание уделяется теории обучения 

машин (машинное обучение, machine learning).  

В пособии рассмотрены практические аспекты проектирования и 

разработки информационных систем для решения различных задач с 

использованием следующих инструментальных средств: Python, PyTorch, 

NumPy, Pandas. 

Рассматриваеются такие технологии машинного обучения как 

однослойный персептрон, многослойный персептрон, сверточные нейронные 

сети; алгоритмы прямого и обратного распространения, оптимизация 

нейронных сетей. 
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